CAPITULO

Analisis de regresion multiple:
temas adicionales

n este capitulo se retinen varios temas sobre el andlisis de regresién miltiple que no

pudieron ser vistos de forma adecuada en los capitulos anteriores. Estos temas no son tan

fundamentales como el material visto en los capitulos 3 y 4, pero son importantes para la
aplicacion de la regresion multiple a una amplia gama de problemas empiricos.

6.1 Efectos del escalamiento de datos
sobre los estadisticos de MCO

En el capitulo 2 sobre regresion bivariada se analizaron de forma breve los efectos que la modi-
ficacién de las unidades de medicién tienen sobre el intercepto y la pendiente estimadas por
MCO. También se mostré que la modificacién de las unidades de medicién no afecta la R-cua-
drada. Ahora se vuelve al tema del escalamiento de datos y se examinan los efectos que escalar
las variables dependiente o independiente tiene sobre los errores estdndar, los estadisticos ¢, los
estadisticos F'y los intervalos de confianza.

Se encontrard que todo lo que se espera que ocurra, en efecto ocurre. Cuando se reescalan
las variables, tanto los coeficientes como los errores estandar, los intervalos de confianza, los
estadisticos 7y los estadisticos F se modifican de una manera tal que se preservan todos los efec-
tos medidos y los resultados de las pruebas. Aunque esto no es ninguna sorpresa —preocuparia
que no fuera asi— es util ver de forma explicita lo que ocurre. Con frecuencia, el escalamien-
to de datos se emplea con fines cosméticos, por ejemplo para reducir la cantidad de ceros después
del punto decimal en un coeficiente estimado. Eligiendo de manera adecuada las unidades de
medicién puede mejorarse la apariencia de una ecuacién estimada sin modificar nada esencial.

Este problema podria tratarse de manera general, pero se ilustra mucho mejor con ejemplos.
Asimismo, no tiene objeto introducir aqui una notacién abstracta.

Se comienza con una ecuacién en la que se relaciona el peso de los nifios al nacer con la
cantidad de cigarros fumados y el ingreso familiar:

m = ,[§0 + ,élcigs + ﬁzfaminc, E
donde

bwght = peso del nifio al nacer, en onzas.
cigs = cantidad de cigarros por dia que fumé la madre durante el embarazo.
faminc = ingreso familiar anual, en miles de ddlares.
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TABLA 6.1

Efectos del escalamiento de datos

Variable dependiente (1) bwght (2) bwghtlbs (3) bwght
Variables independientes
cigs —.4634 —.0289 —
(.0916) (.0057)
packs — e —9.268
(1.832)
faminc .0927 .0058 .0927
(.0292) (.0018) (.0292)
intercepto 116.974 7.3109 116.974
(1.049) (.0656) (1.049)
Observaciones 1,388 1,388 1,388
R-cuadrada .0298 .0298 .0298
SRC 557,485.51 2,177.6778 557,485.51
EER 20.063 1.2539 20.063

En la primera columna de la tabla 6.1 se dan las estimaciones de esta ecuacién obtenidos
empleando los datos del archivo BWGHT.RAW. Los errores estdndar se dan entre paréntesis.
El estimado de cigs indica que si una mujer fuma cinco cigarros mas por dia, se pronostica que
el peso del nifio al nacer serd aproximadamente .4634(5) = 2.317 onzas menos. El estadistico ¢
para cigs es —5.06, de manera que esta variable es estadisticamente muy significativa.

Supodngase que ahora el peso al nacer se mide en libras, y no en onzas. Sea bwghtlbs =
bwght/16 el peso al nacer en libras. ;Qué pasa con los estadisticos de MCO si en la ecuacién se
emplea €sta como variable dependiente? El efecto sobre los coeficientes estimados se encuen-
tra con facilidad mediante una sencilla manipulacién de la ecuacién (6.1). Toda la ecuacién se
divide entre 16:

bwghtl16 = B,/16 + (B,/16)cigs + (B,/16)faminc.

Como el lado izquierdo de la ecuacion es el peso al nacer dado en libras, resulta que cada uno de
los coeficientes nuevos serd el correspondiente coeficiente anterior dividido entre 16. Para com-
probar esto, en la columna (2) de la tabla 6.1 se da la regresion de bwghtlbs sobre cigs 'y faminc
A cuatro cifras decimales, el intercepto y las pendientes de la columna (2) son las de la columna
(1) divididas entre 16. Por ejemplo, ahora el coeficiente de cigs es —.0289; esto significa que
si cigs fuera mayor en cinco unidades, el peso al nacer serfa .0289(5) = .1445 libras menor. En
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términos de onzas, se tiene .1445(16) = 2.312, lo cual, debido al error de redondeo, es un poco
diferente del 2.317 obtenido antes. El punto es que una vez que los efectos se transforman a las
mismas unidades, se obtiene exactamente el mismo resultado, al margen de la manera en que se
mida la variable dependiente.

(Qué ocurre con la significancia estadistica? Como era de esperarse, modificar la variable
dependiente de onzas a libras no tiene ningin efecto sobre la importancia estadistica de las
variables independientes. En la columna (2) los errores estandar son 16 veces menores que en
la columna (1). Con unos cuantos célculos rapidos se ve que los estadisticos 7 de la columna (2)
son, en realidad, idénticos a los estadisticos  de la columna (1). Los extremos de los intervalos
de confianza en la columna (2) son exactamente los extremos de los intervalos de confianza en
la columna (1) divididos entre 16. Esto se debe a que los IC se modifican por el mismo factor
que los errores estandar. [Recuerde que aqui el IC de 95% es f%j * 1.96 ee(,éj).]

En términos de la bondad de ajuste, las R-cuadradas de las dos regresiones son idénticas,
como deberia ser. Observe que la suma de residuales cuadrados, SRC, y el error estandar de la
regresion, EER, difieren entre estas ecuaciones. Estas diferencias se explican con facilidad. Sea
i, el residual de la observacion i en la ecuacion original (6.1). Entonces, cuando la variable inde-
pendiente es bwghtlbs el residual es simplemente #,/16. De manera que en la segunda ecuacién
el residual cuadrado es (ii./ 16)*> = L‘tf/256. A esto se debe que en la columna (2) la suma de los
residuales cuadrados sea igual a la SRC de la columna (1) dividida entre 256.

Dado que el EER = & =S§SR/(n — k — 1) = JSSR/1,385, en la columna (2) el EER es 16
veces menor que en la columna (1). Otra manera de ver esto es que el error en la ecuacién, en
la que como variable dependiente se emplea bwghtlbs, tiene una desviacion estdndar 16 veces
menor que la desviacién estdndar del error original. Esto no significa que al cambiar la manera
en que se mide el peso al nacer se reduzca el error; el que el EER sea menor sélo refleja la dife-
rencia en las unidades de medicién.

A continuacién se regresa la variable dependiente a sus unidades originales: bwght se mide
en onzas. Ahora se modifican las unidades de medicién de una de las variables independientes,
cigs. Se define la variable packs como la cantidad de cajetillas de cigarros fumadas por dia. De
manera que, packs = cigs/20. ;Qué pasa ahora con los coeficientes y con los demads estadisticos
de MCO? Bueno, se puede escribir

w = [§0 + (20/?1)(cigs/20) + Bzfaminc = BO + (ZOﬁl)packs + f)’zfaminc.

Por tanto, el intercepto y el coeficiente de pendiente de faminc no cambia, pero el coeficiente de
packs es 20 veces el de cigs. Esto es intuitivamente interesante. En la columna (3) de la tabla 6.1
se presentan los resultados de la regresién de bwght sobre packs 'y faminc. A propésito, recuerde
que no tendria caso incluir en una misma ecuacion cigs y packs esto induciria una multicolinea-
lidad perfecta y no tendria ningtn significado.

Ademas del coeficiente de packs, en la columna (3) no hay otro estadistico que sea diferen-
te de los estadisticos de la columna (1): el error

Pregunta 6.1 estdndar de packs es 20 veces mayor que el de

Suponga que en la ecuacién original del peso al nacer (6.1), cigs, que aparece en la columna (1). Esto sig-
faminc se mide en dolares y no en miles de ddlares. Por tanto, se nifica que el estadistico  para probar la signi-
define la variable fincdol/ = 1,000-faminc. ; Como se modificaran ficancia de los cigarros fumados es el mismo

los estadisticos de MCO al emplear fincdol en lugar de faminc?
Para presentar los resultados de la regresién, ;considera usted que

ya sea que éstos se midan en términos de

es mejor medir el ingreso en ddlares o en miles de dolares? cigarros individuales o de cajetillas. Esto es

natural.
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El ejemplo anterior explica con detalle la mayoria de las posibilidades que surgen cuando se
modifican las unidades de medicién de las variables dependiente e independiente. En economia
suelen cambiarse las unidades de medicién cuando se trata de cantidades de ddlares, en especial
cuando son cantidades muy grandes.

En el capitulo 2 se dijo que, si la variable dependiente aparece de forma logaritmica, modi-
ficar las unidades de medicion no afecta el coeficiente de pendiente. Lo mismo es valido aqui:
modificar las unidades de medicién de la variable dependiente, cuando ésta aparece de forma
logaritmica, no afecta a ninguna de las estimaciones de pendiente. Esto es consecuencia del sen-
cillo hecho de que log(c,y,) = log(c,) + log(y,) para cualquier constante ¢, > 0. El nuevo inter-
cepto serd log(c,) + ,éo. De manera similar, modificar las unidades de medicién de cualquiera
de las X, cuando en la regresion aparece log(xj), solo afecta el intercepto. Esto corresponde a lo
que ya se sabe acerca de cambios porcentuales y, en particular, de elasticidades: son invariantes
a las unidades de medicion ya sea de y o de x.. Por ejemplo, si en (6.1) se hubiera especificado
log(bwght), como la variable dependiente, se hubiera estimado la ecuacién y después vuelta a
estimar con log(bwghtlbs) como variable dependiente, en ambas regresiones los coeficientes de
cigs y de faminc hubieran sido los mismos, sélo el intercepto hubiera sido diferente.

Coeficientes beta

En econometria, algunas veces una variable clave se mide en una escala que es dificil de
interpretar. Los economistas laborales suelen incluir en las ecuaciones de salario puntuaciones
de pruebas, y las escalas que se usan para las puntuaciones de estas pruebas suelen ser arbitrarias
y dificiles de interpretar (jpor lo menos para los economistas!). En casi todos los casos lo que
interesa es comparar la puntuacién de un determinado individuo con la de la poblacién. De esta
manera, en lugar de preguntar por el efecto sobre el salario por hora si, por ejemplo, la puntua-
cién en una prueba es 10 puntos superior, es mds sutil preguntar qué pasa cuando la puntuacién
de la prueba es una desviacion estdndar superior.

Nada impide que se vea lo que ocurre con la variable dependiente cuando en un modelo esti-
mado una variable independiente aumenta cierto nimero de desviaciones estdndar, suponiendo
que ya se haya obtenido la desviacién estdndar muestral (lo cual es fécil con la mayorfa de los
paquetes para regresion). Esto suele ser una buena idea. Asi, por ejemplo, cuando se ve el efecto
de la puntuacién obtenida en un examen estdndar, como en el SAT (examen de admision estan-
dar, en Estados Unidos) sobre el GPA (promedio general en la universidad), puede determinarse
la desviacién estandar del SAT y ver lo que ocurre cuando la puntuacién en el SAT aumenta
una o dos desviaciones estdndar.

Algunas veces es 1til obtener resultados de la regresion cuando fodas las variables que inter-
vienen, tanto la variable dependiente como las variables independientes, han sido estandariza-
das. Una variable estd estandarizada cuando se le resta su media y se divide entre su desviacion
estandar (vea el apéndice C). Esto significa que para cada una de las variables de la muestra se
calcule su valor-z. Después se corre la regresién empleando los valores-z.

(Por qué es util la estandarizaciéon? Lo mds fécil es partir de la ecuacion original de MCO,
con las variables en sus formas originales:

Vi = Bo + len + BZ'xiZ ot kaik + ’2:" III

Para hacer hincapié en que la estandarizacién se aplica a todos los valores muestrales se han
incluido los subindices correspondientes a la observacién i. Ahora, si se obtiene el promedio de
(6.2), se usa el hecho de que #, tiene media muestral cero, y el resultado se sustrae de (6.2), se
obtiene

y,—y=pk, —x)+B,(x, —Xx)+ .. +Bx, —%)+ ﬁr
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Ahora, sea ¢, la desviacion estandar muestral de la variable dependiente, sea &1 la ds muestral de
X, sea &2 la ds muestral de x,, etc. Entonces, mediante dlgebra sencilla se obtiene la ecuacién

(v, = PI&, = 616 )B[(x, — £)/6,] + ... (63 ]
+(6,6)Bl(x, — X)I6,] + @)6).

Cada variable en (6.3) ha sido estandarizada sustituyéndola por su valor-z, lo que ha dado como
resultado nuevos coeficientes de pendiente. Por ejemplo, el coeficiente de pendiente de (x, —
X)IG, es (6'1/6'),)3 .- Este coeficiente es simplemente el coeficiente original, ,, multiplicado por
el cociente de la desviacion estdndar de x, entre la desviacion estdndar de y. El intercepto ha
desaparecido por completo.

Es ttil reescribir (6.3), eliminando los subindices i, como

g, =bz +bgz, + .. +bgz + error,

donde 4 denota el valor-z de y, z, denota el valor-z de x, y asi sucesivamente. Los nuevos coe-
ficientes son

b = (66 )8, paraj = 1,...k [ 65 |

A los 13j se les conoce como coeficientes estandarizados o coeficientes beta. (El dltimo nom-
bre es el mds comun, lo cual no es muy afortunado debido a que beta gorro es lo que se ha
empleado para denotar las estimaciones usuales de MCO.)

La ecuacion (6.4) confiere a los coeficientes beta un significado interesante: si x, aumenta
en una desviacion estdndar, entonces y se modifica en l;l desviaciones estandar. De esta manera,
los efectos se miden no en términos de las unidades originales de y o de X, sino de unidades de
desviaciones estdndar. Como esto vuelve irrelevantes las escalas de los regresores, esta ecuacion
coloca a las variables explicativas en igualdad de condiciones. En una ecuaciéon de MCO usual,
no es posible que simplemente mirando las distintas magnitudes de los coeficientes se conclu-
ya que la variable explicativa con el coeficiente mayor sea “la mds importante”. Se acaba de
ver que cambiando las unidades de medicion de las X, pueden modificarse las magnitudes de los
coeficientes segiin se desee. Pero, cuando se ha estandarizado cada una de las X, comparar las
magnitudes de los coeficientes beta obtenidos es mas informativo.

Aun cuando los coeficientes tengan una interpretacion sencilla —por ejemplo, cuando la va-
riable dependiente y las variables independientes de interés se encuentran en forma logaritmica,
de manera que los coeficientes de MCO de interés son elasticidades estimadas— sigue siendo
util calcular los coeficientes beta. Aunque las elasticidades no tienen unidades de medicion, una
variacion de una determinada variable explicativa de, por ejemplo, 10% puede representar una va-
riacién mayor o menor sobre el rango de esa variable que una variacién de otra variable expli-
cativa de 10%. Por ejemplo, en un estado en el que el ingreso sea grande pero la variacién en el
gasto por estudiante sea relativamente pequefia, no tendrd mucho sentido comparar la elasticidad
del ingreso con la del gasto. Comparar las magnitudes de los coeficientes beta si puede ser util.

Para obtener los coeficientes beta, siempre pueden estandarizarse y, x,, ..., x, y después
correr la regresion de MCO de y sobre los valores-z de x , ..., x, —caso en el que no es nece-
sario incluir el intercepto, ya que éste serd cero—. Cuando son muchas las variables indepen-
dientes esto puede ser tedioso. Algunos paquetes para regresion proporcionan los coeficientes
beta mediante un sencillo comando. El ejemplo siguiente muestra el empleo de los coeficien-
tes beta.
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[Efectos de la contaminacion sobre el precio de la vivienda]

Para ejemplificar el uso de los coeficientes beta se empleardn los datos del ejemplo 4.5 (del archivo
HPRICE2.RAW). Recuerde que la variable independiente clave es nox, una medida de la cantidad de 6xido
de nitrégeno en el aire de cada comunidad. Una manera de entender la magnitud del efecto de la contami-
nacion —sin profundizar en los conocimientos subyacentes al efecto del 6xido de nitrégeno en la calidad
del aire— es calcular los coeficientes beta. (Otro método es el que se dio en el ejemplo 4.5: se obtuvo la
elasticidad del precio respecto a nox empleando price y nox en forma logaritmica.)

La ecuacion poblacional es el modelo nivel-nivel
price = B, + B nox + Bcrime + Brooms + B dist + B_stratio + u,

donde todas las variables excepto crime ya fueron definidas en el ejemplo 4.5; crime es la cantidad de
delitos reportado per cdpita. En la ecuacién siguiente se dan los coeficientes beta (asi que cada variable ha
sido transformada en su valor-z):

Zprice = —.340 znox — .143 zcrime + .514 zrooms — 235 zdist — .270 zstratio.

Esta ecuacién indica que un aumento de nox en una desviacion estdndar hace que el precio disminuya .34
desviaciones estdndar; un aumento de crime en una desviacién estindar hace que el precio disminuya
.14 desviaciones estandar. De manera que una variacion relativa de la contaminacién poblacional tiene un
efecto mayor sobre el precio de la vivienda que la misma variacion relativa de la delincuencia. El tamafio de
la vivienda, medido por el nimero de habitaciones (rooms), es lo que tiene el mayor efecto estandarizado.
Para saber cudl es el efecto de cada una de las variables independientes sobre el valor en ddlares del precio
mediano de la vivienda, es necesario emplear las variables no estandarizadas.

Emplear las variables estandarizada o no estandarizada no afecta a la significancia estadistica: en

ambos casos los estadisticos 7 son los mismos.

6.2 Mas acerca de la forma funcional

En varios de los ejemplos anteriores ha aparecido el recurso mas empleado en econometria para
tomar en cuenta relaciones no lineales entre la variable explicada y las variables explicativas: el
empleo de logaritmos para las variables, dependiente o independiente. También se han encon-
trado modelos que contienen términos cuadraticos para algunas de las variables explicativas;
ahora se desea proporcionar un tratamiento sistematico de estos casos. En esta seccién se veran
algunas variaciones y extensiones de las formas funcionales, las cuales suelen encontrarse en el
trabajo aplicado.

Mas acerca del empleo de las formas funcionales logaritmicas

Se comenzard viendo de nuevo la interpretacion de los pardmetros en el modelo

log(price) = B, + B log(nox) + B,rooms + u, E

en el que las variables han sido tomadas del ejemplo 4.5. Recuerde que en todo el libro log(x) es
el logaritmo natural de x. El coeficiente 8, es la elasticidad de price respecto a nox (contamina-
cién). El coeficiente B, es la variacion que hay en log(price), cuando Arooms = 1; como se ha
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visto varias veces, multiplicado por 100 es el cambio porcentual aproximado de price. Recuerde
que 100-B, suele conocerse como la semielasticidad de price respecto a rooms.
Al estimar empleando los datos del archivo HPRICE2.RAW, se obtiene

Tog(price) = 9.23 — .718 log(nox) + .306 rooms
(0.19) (.066) (.019) 6.7
n =506, R> = .514.

Por tanto, cuando nox aumenta 1%, price disminuye .718%, manteniendo rooms constante.
Cuando rooms aumenta en uno, price aumenta aproximadamente 100(.306) = 30.6%.

La estimacién de que una habitaciéon mds incremente el precio aproximadamente 30.6% resul-
ta ser un poco inexacto en esta aplicacion. El error de aproximacion se debe a que a medida que la
variacién de log(y) es mayor, la aproximacién %Ay = 100-Alog(y) se hace cada vez mds inexac-
ta. Por fortuna, existe un calculo sencillo que permite calcular el cambio porcentual exacto.

Para describir este procedimiento, se considerard el modelo general estimado

@ = BO + Bllog(xl) + ,ézxz.

(Agregar mds variables independientes no modifica el procedimiento.) Ahora, fijando x , se tiene
Alog(y) = B,Ax,. Al emplear propiedades algebraicas sencillas de las funciones exponencial y
logaritmica se obtiene la variacién porcentual exacta pronosticada para y

%Ay = 100-[exp(BAx) — 1],

donde la multiplicacién por 100 convierte la variacién proporcional en una variacién porcentual.
Cuando Ax, = 1,

%0y = 100-[exp(B,) — 11. [ 69 |

Aplicado al ejemplo del precio de la vivienda con x, = rooms y B, = .306, %Aprice =
100[exp(.306) — 1] = 35.8%, que es claramente mayor que la variacién porcentual aproximada,
30.6%, que se obtuvo directamente con la ecuacién (6.7). { A propdsito, éste no es un estimador
insesgado porque exp(-) es una funcién no lineal; sin embargo, es un estimador consistente de
100[exp(B,) — 1]. Esto se debe a que el limite de probabilidad pasa por funciones continuas,
mientras que el operador del valor esperado no. Vea el apéndice C.}

El ajuste en la ecuacién (6.8) no es tan crucial con cambios porcentuales pequefios. Por
ejemplo, cuando en la ecuacién (6.7) se incluye el cociente estudiante-profesor (stratio), su
coeficiente estimado es —.052, lo que significa que si stratio aumenta en uno, price disminuye
aproximadamente 5.2%. La variacién proporcional exacta es exp(—.052) — 1 = —.051, o sea
—5.1%. Por otro lado, si stratio aumenta en cinco, entonces la variacién porcentual aproximada
del precio (price) es —26%, mientras que la variacion exacta que se obtiene con la ecuacién (6.8)
es 100[exp(—.26) — 1] = —22.9%.

La aproximacién logaritmica para las variaciones porcentuales tiene una ventaja que jus-
tifica el proporcionarla en los resultados aun cuando la variacién porcentual sea grande. Para
describir esta ventaja, considere de nuevo el efecto sobre el precio de una variacién de uno en la
cantidad de habitaciones. La aproximacion logaritmica es simplemente el coeficiente de rooms,
en la ecuacion (6.7), multiplicado por 100, es decir, 30.6%. Se calcul6 también que una estima-
cién de la variacion porcentual exacta al aumentar la cantidad de habitaciones en uno es 35.8%.
Pero, ;qué ocurre si se desea estimar el cambio porcentual cuando la cantidad de habitaciones
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disminuye en uno? En la ecuacién (6.8) se tendrdn Ax, = —1y [—A}z = .3006, y de esta manera
%Aprice = 100[exp(—.306) — 1] = —26.4, es decir, una disminucién de 26.4%. Observe que la
aproximacion basada en el empleo del coeficiente de rooms estd entre 26.4 y 35.8 —un resul-
tado que siempre se presenta—. En otras palabras, el uso simple del coeficiente (multiplicado
por 100) da una estimacidén que estd siempre entre los valores absolutos de las estimaciones
correspondientes a un aumento y a una disminucién. Si interesa en especifico un aumento o una
disminucioén, se emplean los cdlculos basados en la ecuacién (6.8).

Lo que se acaba de sefialar acerca del célculo de variaciones porcentuales es en esencia lo
que se sefiala en la introduccion a la economia cuando se trata del cdlculo, por ejemplo, de elas-
ticidades precio de la demanda con base en variaciones grandes del precio: el resultado depende
de si se emplea el precio y la cantidad iniciales o finales en el cdlculo de los cambios porcentua-
les. Emplear la aproximacién logaritmica es similar en esencia a calcular la elasticidad arco de la
demanda, en donde para calcular las variaciones porcentuales se emplean en los denominadores
precios y cantidades promedio.

Se ha visto que emplear logaritmos naturales conduce a coeficientes con una interpretacion
interesante, y que pueden ignorarse las unidades de medicién de las variables que aparecen en
forma logaritmica porque los coeficientes de pendiente no varian ante un cambio de unidades.
Existen algunas otras razones a las que se debe que los logaritmos sean tan empleados en las
aplicaciones. Primero, cuando y > 0, los modelos en los que como variable dependiente se em-
plea log(y) suelen satisfacer mejor los supuestos del ML.C que los modelos en los que se emplea
y en forma lineal. Variables estrictamente positivas suelen tener distribuciones condicionales
que son heteroceddsticas o asimétricas; empleando logaritmos, ambos problemas pueden ate-
nuarse, o incluso eliminarse.

Ademds, en algunos casos, el empleo de logaritmos suele estrechar el rango de la variable, en
una cantidad considerable. Esto hace las estimaciones menos sensibles a observaciones atipicas
(o extremas) de las variables dependiente o independiente. En el capitulo 9 se verd el tema de
las observaciones atipicas.

Para el uso de logaritmos existen algunas reglas précticas, aunque ninguna estd escrita en
piedra. Cuando una variable es una cantidad positiva en délares, suele emplearse su logaritmo.
Esto se ha visto en el caso de variables tales como sueldos, salarios, ventas y valor de mercado
de las empresas. Variables como poblacién, cantidad de empleados y matricula escolar suelen
aparecer en forma logaritmica; éstas tienen la caracteristica comun de ser cantidades enteras
grandes.

Variables que se miden en afilos —como educacidn, experiencia, antigiiedad, edad, etc.—
usualmente aparecen en su forma original. Variables que son una proporcién o un porcentaje
—como tasa de desempleo, tasa de participacién en un plan de pensiones, porcentaje de estu-
diantes que aprueban un examen estandarizado y tasa de detencién por delitos reportados— pue-
den aparecer ya sea en su forma original o en forma logaritmica, aunque hay una tendencia a
usarlas en su forma lineal. Esto se debe a que cualquier coeficiente de regresion relacionado con
la variable original —sea la variable dependiente o independiente— tendrd una interpretacién
como variacion en puntos porcentuales. (Vea en el apéndice A un repaso de la diferencia entre
variacién porcentual y variacién en puntos porcentuales.) Si en una regresion se usa, por ejem-
plo, log(unem) donde unem es el porcentaje de individuos desempleados, se debe tener mucho
cuidado de distinguir entre una variaciéon de un punto porcentual y una variacién porcentual.
Recuerde, si unem varfa de 8 a 9, este es un aumento de un punto porcentual, pero un aumento
de 12.5% a partir del nivel inicial de desempleo. Usar el logaritmo significa que se estd ponien-
do atencién a la variacién porcentual de la tasa de desempleo: log(9) — log(8) = .118 es decir
11.8%, que es la aproximacién logaritmica del aumento real de 12.5 por ciento.
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Una limitacién de los logaritmos en que
no pueden usarse si una variable toma valo-
res negativos o cero. Cuando una variable y es
no negativa, pero puede tomar el valor O suele
emplearse log(1 + y). Las interpretaciones de
la variacion porcentual suelen preservarse, sal-

donde age 16_25 es la proporcion de la poblacion entre 16 y 25 vo cuando se trata de variaciones que comien-
afos de edad. Demuestre que B, tiene la interpretacion (ceteris

paribus) siguiente: es el cambio porcentual en la variable arrests | Zal €LY = 0 (donde la variacion porcentual
(arrestos) al aumentar el porcentaje de personas de 16 a 25 afos | incluso no estd definida). En general, usar

de edad en un punto porcentual. log(1 + y) y después interpretar las estima-
ciones como si la variable fuera log(y) es
aceptable cuando los datos de y contienen rela-
tivamente poco ceros. Un ejemplo puede ser aquel en el que y es horas de capacitacién por
empleado en la poblacién de empresas manufactureras, si una proporcién grande de las empre-
sas proporciona capacitacién al menos a un trabajador. Sin embargo, técnicamente, log (1 + y)
no puede estar distribuida normalmente (aunque puede ser menos heteroceddstica que y). Otras
posibilidades ttiles, aunque mds avanzadas, son los modelos Tobit y Poisson del capitulo 17.

Una desventaja de usar la variable dependiente de forma logaritmica es que es mds difi-
cil pronosticar la variable original. El modelo original permite pronosticar log(y), no y. Sin
embargo, es bastante sencillo convertir un prondstico para log(y) en un prondstico para y (ver
la seccion 6.4). Un punto relacionado con esto es que no es correcto comparar las R-cuadradas
de modelos en los que y es la variable dependiente en un caso y log(y) es variable dependiente
en otro. Estas mediciones explican variaciones de variables diferentes. En la seccion 6.4 se verd
como calcular medidas comparables de bondad de ajuste.

Pregunta 6.2

Suponga que la cantidad anual de detenciones de personas que
conducen bajo los efectos del alcohol se determina mediante

log(arrests) = B, + B log(pop) + B,agel6_25
+ other factors,

Modelos con funciones cuadraticas

Las funciones cuadraticas se emplean también con bastante frecuencia en economia para captar
efectos marginales crecientes o decrecientes. En el apéndice A se encuentra un repaso de las
propiedades de las funciones cuadréticas.

El caso mds simple, es aquel en el que y depende de un solo factor observado x, pero lo hace
de forma cuadratica:

y=BO+,81x+,82x2+ u.

Por ejemplo, tdmese y = wage (salario) y x = exper (experiencia). Como se vio en el capitulo
3, este modelo cae fuera del andlisis de regresién simple pero puede ser tratado con facilidad
empleando regresion mdltiple.

Es importante recordar que 8, no mide la variacién en y respecto a x; no tiene ningun sentido
mantener x> constante mientras se varia x. Si la ecuacion estimada se expresa como

5 =B+ BB,
entonces se tiene la aproximacion
Ay = (,él + 2,(§2x)Ax, de manera que Ay/Ax = ﬁ] + 2[§2x. IEI

Esto indica que la pendiente de la relacion entre x y y dependen del valor de x; la pendien-
te estimada es B, + 2B,x. Si se sustituye con x = 0, se ve que B, puede interpretarse como la
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pendiente aproximada al pasar de x = 0 ax = 1. Después de eso, el segundo término, Zﬁzx, debe
ser tomado en cuenta.

Si lo tnico que interesa es calcular el cambio predicho en y dado un valor inicial de x y una
variacién de x, puede emplearse directamente (6.10): no hay ninguna razén para emplear el
célculo de aproximacion. Sin embargo, en general lo que mds interesa es resumir con rapidez
el efecto de x sobre y, y, en este caso, la interpretacién de él y 32 en (6.11) proporciona este
resumen. Tipicamente, x se sustituye por su valor promedio en la muestra o por otros valores
interesantes como la mediana o los valores de los cuartiles inferior o superior.

En muchas de las aplicaciones, ﬁl es positivo y E%z es negativo. Por ejemplo, empleando los
datos de salario del archivo WAGE1.RAW, se obtiene

wage = 3.73 + .298 exper — .0061 exper?

(.35) (.041) (.0009) [ 612 |

n = 526, R* = .093.

La ecuacién estimada indica que exper tiene un efecto decreciente sobre wage. El primer afio
de experiencia vale 30¢ por hora ($.298). El segundo afio de experiencia vale menos [aproxima-
damente .298 — 2(.0061)(1) = .286, es decir 28.6¢, de acuerdo con la aproximacién en (6.11)
con x = 1]. Al pasar de 10 a 11 afios de experiencia, el aumento predicho en wage es aproxima-
damente .298 — 2(.0061)(10) = .176, es decir 17.6¢. Y asi sucesivamente.

Cuando el coeficiente de x es positivo y el de x* es negativo la cuadratica tiene forma para-
bolica. Siempre existe un valor positivo de x para el que el efecto de x sobre y es cero; antes de
este punto, x tiene un efecto positivo sobre y; después, x tiene un efecto negativo sobre y. En la
préctica, es importante saber donde se encuentra este punto de inflexion.

En la ecuacién estimada (6.10) si ,é , >0y [§2 < 0, el punto de inflexién (o maximo de la
funcién) siempre se alcanzara en el punto correspondiente al coeficiente de x sobre el doble del
valor absoluto del coeficiente de x*:

x = |B 2B [6.13 ]

En el ejemplo del salario, x* = exper” es .298/[2(.0061)] = 24.4. (Observe cémo al hacer este
calculo simplemente se ha eliminado el signo menos de —.0061.) Esta relacién cuadratica se
ilustra en la figura 6.1.

En la ecuacién (6.12) del salario, el rendimiento de la experiencia se vuelve cero aproxi-
madamente a los 24.4 afios. (Como debe entenderse esto? Existen al menos tres explicaciones
posibles. Primero, puede ser que en la muestra haya pocas personas que tengan mas de 24 afios
de experiencia y por esto la parte de la curva a la derecha de 24 puede ignorarse. El costo de
emplear ecuaciones cuadrdticas para captar efectos decrecientes es que llega un momento en el
que la forma cuadratica cambia de direccion. Si este punto estd mas alld de todas excepto un
porcentaje pequefio de las personas de la muestra, entonces esto no debe preocupar mucho. Pero
en la base de datos WAGE1.RAW, aproximadamente 28% de las personas de la muestra tienen
mads de 24 afios de experiencia; este es un porcentaje muy alto como para ignorarlo.

Es posible que el rendimiento de exper realmente se vuelva negativo en algtin punto, pero
es dificil creer que esto ocurra a los 24 afios de experiencia. Una posibilidad mas creible es que
el efecto estimado de exper sobre wage esté sesgado debido a que no se hayan controlado otros
factores, o debido a que la relacién funcional entre wage y exper dada por la ecuacién (6.12)

193



194

Parte 1 Analisis de regresion con datos de corte transversal

Relacién cuadratica entre wage y exper.

wage

7.37

3.73

24.4 exper

no sea del todo correcta. En el ejercicio para computadora C6.2 se pide al lector explorar estas
posibilidades controlando la educacién y empleando log(wage) como variable dependiente.

Cuando en un modelo hay una variable dependiente de forma logaritmica y una variable
explicativa que aparece de forma cuadratica, debe tenerse cuidado al reportar los efectos par-
ciales. El ejemplo siguiente muestra que las funciones cuadriticas pueden tener también forma
de U, en lugar de la forma parabdlica. En la ecuacion (6.10) la forma de U surge cuando ,[§ | €s
negativa y L—ABZ es positiva; esto capta un efecto creciente de x sobre y.

[Efectos de la contaminacion sobre el precio de la vivienda]
Ahora se modificard el modelo del ejemplo 4.5 para el precio de la vivienda incluyendo un término cua-

dratico en rooms:

log(price) = B, + B,log(nox) + B,log(dist) + B,rooms

+ B,rooms® + B_stratio + u.
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El modelo estimado con los datos del archivo HPRICE2.RAW es

log(price) = 13.39 — .902 log(nox) — .087 log(dist)

(.57) (.115) (.043)
— .545 rooms + .062 rooms> — .048 stratio
(.165) (.013) (.006)

n = 506, R* = .603.

El estadistico ¢ para el término cuadrético rooms? es aproximadamente 4.77, de manera que este término es
estadisticamente muy significativo. Pero, ;cudl es la interpretacién del efecto de rooms sobre log(price)?
En un principio, el efecto parece ser extraiio. Como el coeficiente de rooms es negativo y el de rooms* es
positivo, esta ecuacion literalmente implica que, para valores bajos de rooms, una habitacién mds tiene un
efecto negativo sobre log(price). En algin punto el efecto se vuelve positivo, y la forma cuadratica significa
que la semielasticidad de price respecto a rooms aumenta a medida que rooms aumenta. Esta situacién se
muestra en la figura 6.2.

El valor del punto de inflexién de rooms se obtiene empleando la ecuacién (6.13) (aun cuando ﬁ] sea
negativo y [3'2 sea positivo). El valor absoluto del coeficiente de rooms, .545, dividido entre el doble del

coeficiente de rooms?, .062, da rooms™ = .545/[2(.062)] = 4.4; este punto se indica en la figura 6.2.

Tog(price) como funcién cuadratica de rooms.

—

log(price)

4.4 rooms
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(Puede creerse que partiendo de tres habitaciones y aumentando a cuatro en realidad se reduzca el valor
esperado de una casa? Lo mds seguro es que no. Resulta que sélo en cinco de las 506 comunidades de la
muestra hay casas en las que la cantidad promedio de habitaciones sea 4.4 o menos, aproximadamente 1%
de la muestra. Esta cantidad es tan pequefia que para fines practicos la funcién cuadrética a la izquierda de
4.4 puede ignorarse. A la derecha de 4.4, se ve que agregar una habitacion tiene un efecto creciente sobre
el cambio porcentual del precio:

A@m = {[—.545 + 2(.062)]rooms}Arooms
y de esta manera

%Aprice ~ 100{[—.545 + 2(.062)]rooms}Arooms
= (—54.5 + 12.4 rooms)Arooms.

Asi, el aumento de rooms de, por ejemplo, cinco a seis, hace que el precio aumente aproximadamente
—54.5 + 12.4(5) = 7.5%; el aumento de seis a siete hace que el precio aumente aproximadamente —54.5 +

12.4(6) = 19.9%. Este es un efecto creciente muy fuerte.

En general, ;qué pasa si los coeficientes de los términos lineal y cuadrado tienen el mismo
signo (ya sea ambos positivos 0 ambos negativos) y la variable explicativa sea necesariamente
no negativa (como en el caso de rooms o de exper)? En cualquier caso, no hay un punto de
inflexioén en un valor de x > 0. Por ejemplo, si tanto 8, como 3, son positivos, el menor valor
esperado de y se encuentra en x = 0 y el aumento de x siempre tiene un efecto positivo y cre-
ciente sobre y. (Esto ocurre también si B, = 0y B, > 0, lo que significa que el efecto parcial en
x = 0 es cero y crece a medida que crece x.) De manera similar, si tanto 8, como 3, son nega-
tivos, el mayor valor esperado de y se encuentra en x = 0, y aumentos en x tienen un efecto
negativo sobre y, y la magnitud del efecto aumenta a medida que x es mds grande.

Hay muchas otras posibilidades del empleo de funciones cuadraticas junto con logaritmos. Por
ejemplo, una extension de (6.14) que permite una elasticidad no constante entre price y nox es

log(price) = B, + B log(nox) + B,[log(nox)]? IEI

+ B,crime + B,rooms + B rooms* + B stratio + u.

Si B, = 0, entonces 3, es la elasticidad de price respecto a nox. De otro modo, esta elasticidad
depende del nivel de nox. Para ver esto, pueden combinarse los argumentos de los efectos par-
ciales en los modelos cuadraticos y logaritmico para mostrar que

Polprice = [B, + 2B log(nox)|%Anox; @

por tanto, la elasticidad de price respecto a nox es 8, + 23,log(nox), de manera que dependen
de log(nox).

Por tltimo, en los modelos de regresién pueden incluirse otros términos polinomiales. Desde
luego, el cuadrético es el que se encuentra con mds frecuencia, pero de vez en cuando hay un
término cibico o incluso uno cudrtico. Una forma funcional que suele ser razonable para una
funcién de costo total es

cost = B, + B quantity + B,quantity* + B quantity’ + u.
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Estimar un modelo asi no ofrece complicaciones. Interpretar los pardmetros es mas complicado
(aunque sencillo empleando el cdlculo); aqui estos modelos no se estudiaran mas.

Modelos con términos de interaccion

Algunas veces es natural que el efecto parcial, la elasticidad o la semielasticidad de la variable
dependiente respecto a una variable explicativa dependa de la magnitud de otfra variable expli-
cativa. Por ejemplo, en el modelo

price = B, + B sqrft + B,bdrms + B.sqrft-bdrms + B bthrms + u,

el efecto parcial de bdrms (cantidad de recdmaras) sobre price (precio) (manteniendo constantes
todas las demads variables) es

Aprice
m = B, + Bsqrft. 6.17

Si B, > 0, entonces (6.17) implica que, en casas mds grandes, una recimara mds produce un
aumento mayor en el precio. En otras palabras, existe un efecto de interaccion entre la superfi-
cie en pies cuadrados y la cantidad de recdmaras. Para sintetizar el efecto de bdrms sobre price,
es necesario evaluar (6.17) en valores ttiles de sgrft, como por ejemplo en el valor de la media,
o en los cuartiles inferior o superior en la muestra. Si B, es 0 no cero es sencillo de probar.

Cuando se incluye un término de interaccién puede ser complicado interpretar los pardme-
tros de las variables originales. Por ejemplo, la ecuacién anterior para el precio de las casas,
(6.17), indica que B, es €l efecto de bdrms sobre price para una casa con jcero pies cuadrados!
Este efecto, por supuesto, no tiene mucho interés. En cambio, se debe tener cuidado de elegir
valores dtiles de sqrft, valores tales como la media o la mediana muestrales, en la version esti-
mada de la ecuacion (6.17).

Con frecuencia es til volver a parametrizar un modelo de manera que los coeficientes de
las variables originales tengan un significado util. Considere un modelo que tenga dos variables
explicativas y una interaccion:

y= :80 + lel + Bzxz + '83x1x2 T u.

Como se acaba de decir, B, es el efecto parcial de x, sobre y cuando x; = 0. Con frecuencia
esto no tiene ningln interés. En cambio, se puede parametrizar de nuevo el modelo y obtener

y=a,+ 6|x1 + 52)62 + [33()61 o 'Ml)(xz - :uz) +u,

donde u, es la media poblacional de x, y u, es la media poblacional de x,. Ahora, puede verse
con facilidad que el coeficiente de X, 52, es el efecto parcial de X, sobre y en la media de X,
(Multiplicando en la segunda ecuacién la interacciéon y comparando los coeficientes se puede
demostrar facilmente que 6, = B, + B,u,. El pardmetro 6, tiene una interpretacion similar.) Por
tanto, si se sustrae la media de las variables —en la prictica, esta es la media muestral— antes
de crear el término de interaccidn, los coeficientes de las variables originales tienen una inter-
pretacion ttil. Ademds, se obtienen de inmediato los errores estandar de los efectos parciales en
los valores medios. Nada impide sustituir 4, 0 i, por otros valores de las variables explicativas
que puedan ser de interés. El ejemplo siguiente muestra como se pueden usar los términos de
interaccion.
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[Efectos de la asistencia a clases sobre el desempeiio en el examen final]

Un modelo para explicar el resultado estandarizado de un examen final (stndfnl) en términos del porcentaje
de asistencia a clases, el anterior promedio general de calificaciones y la puntuacién en el ACT (examen de
admision a la universidad) es

stndfnl = B, + B atndrte + B,priGPA + B,ACT + B,priGPA*

+ B,ACT? + B, priGPA-atndrte + u.

(Se emplea la puntuacién estandarizada obtenida en el examen por las razones vistas en la seccién 6.1: faci-
lita interpretar el desempefio de un estudiante en relacion con el resto del grupo.) Ademds de los términos
cuadrdticos de priGPA y ACT, este modelo contiene un término de interaccién entre priGPA y la tasa de
asistencia a clases. La idea es que la asistencia a clases puede tener efectos diferentes en estudiantes con
distinto desempefio en el pasado, medido mediante el priGPA. Lo que interesa es el efecto de la asistencia
a clases sobre la puntuacién en el examen final: Astndfnl/Aatndrte = B, + B,priGPA.

Empleando las 680 observaciones del archivo ATTEND.RAW, de los estudiantes de una materia en
principios de microeconomia, la ecuacion estimada es

smdfal = 2.05 — .0067 amdrte — 1.63 priGPA — .128 ACT

(1.36) (.0102) (48) (.098)
+.296 priGPA? + 0045 ACT? + .0056 priGPA-atndrte [ 6.19 |
(.101) (.0022) (.0043)

n =680, R = 229 R = 222.

Esta ecuacion debe interpretarse con extremo cuidado. Si sélo se observa el coeficiente de atndrte se con-
cluird, de manera incorrecta, que la asistencia a clases tiene efecto negativo sobre la puntuacién obtenida
en el examen final. Pero se supone que este coeficiente mide el efecto cuando priGPA = 0, lo cual no tiene
ningun interés (el priGPA menor de la muestra es .86). También se debe tener cuidado de no considerar por
separado las estimaciones de 3, y B, y concluir que, como cada uno de los estadisticos 7 es insignificante,
no se puede rechazar H: 8, = 0, B, = 0. En realidad, el valor-p de la prueba F' de esta hipGtesis conjunta
es .014, de manera que con toda seguridad se rechaza H al nivel de 5%. Este es un buen ejemplo de que
considerar por separado estadisticos 7 al probar una hipdtesis conjunta puede conducir a conclusiones
equivocadas.

(Coémo debe estimarse el efecto parcial de atndrte sobre stndfnl? Para obtener el efecto parcial, en la
ecuacién deben sustituirse valores ttiles de priGPA. En la muestra, el valor medio de priGPA es 2.59, de
manera que en la media de priGPA, el efecto de atndrte sobre stndfnl es —.0067 + .0056(2.59) = .0078.
(Qué significa esto? Como atndrte se mide como un porcentaje, esto significa que si atndrte aumenta 10
puntos porcentuales m aumentara .078 desviaciones estdndar a partir de la puntuaciéon media en el
examen final.

(Coémo puede decirse si la estimacion .0078 es estadisticamente distinta de cero? Se necesita volver a
correr la regresion, sustituyendo priGPA-atndrte por (priGPA — 2.59)-atndrte. Esto da, como nuevo coefi-
ciente de atndrte, el efecto estimado cuando priGPA = 2.59, junto con su error estdndar; en la regresién
no cambia nada mds. (En la seccién 4.4 se describe este mecanismo.) Corriendo esta regresion se obtiene
. que el error estindar de ﬁ] + [;’6(2.59) = .0078 es
Pregunta 6.3 .0026, con lo que ¢ = .0078/.0026 = 3. Por tanto, en

6.18) se le agrega el término B, ACT-atndrte, ;cual el priGPA, promedio, se concluye que la asistencia

serd el efecto parcial de atndrte sobre stndfn/? a clases tiene un efecto positivo, estadisticamente

significativo sobre la puntuacién en el examen final.
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Cuando se trata de determinar el efecto de priGPA sobre stndfnl las cosas se vuelven un poco mas
complicadas debido al término cuadratico priGPA?. Para determinar el efecto en el valor medio de priGPA
y en la tasa media de asistencia, 82, se sustituye priGPA? por (priGPA — 2.59)? y priGPA-atndrte por
priGPA-(atndrte — 82). El coeficiente de priGPA sera el efecto parcial en los valores medios y se tendrd
su error estandar. (Vea el ejercicio para computadora C6.7.)

6.3 Mas sobre bondad de ajuste
y seleccion de los regresores

Hasta ahora, al evaluar los modelos de regresién no se ha dado mucha atencién a la magnitud
de R? esto se debe a que los estudiantes principiantes tienden a darle demasiada importancia a
R-cuadrada. Como se verd en breve, elegir un conjunto de variables explicativas con base en la
magnitud de la R-cuadrada puede conducir a modelos sin sentido. En el capitulo 10 se verd que
las R-cuadradas obtenidas de regresiones de series de tiempo pueden ser artificialmente altas y,
como resultado, llevar a conclusiones equivocadas.

En los supuestos del modelo lineal cldsico no hay nada que requiera que R*> sea mayor que
algtin valor particular; R* es simplemente una buena estimacion de cudnto de la variacion de y es
explicada por x,, x,, ..., x, en la poblacién. Aqui se han visto varias regresiones que han tenido
R-cuadradas bastante pequefias. Aunque esto significa que hay diversos factores que afectan a
v, que no han sido tomados en cuenta, esto no significa que los factores en u estén correlaciona-
dos con las variables independientes. El supuesto RLM.4 de media condicional cero es lo que
determina que se obtengan estimadores insesgados de los efectos ceteris paribus de las variables
independientes, y la magnitud de la R-cuadrada no tiene relacién directa con esto.

Que R-cuadrada sea pequefa implica que la varianza del error es relativamente grande en
relacion con la varianza de y, lo cual significa que es posible que sea dificil estimar con precision
las ,Bj. Pero recuerde que en la seccién 3.4 se vio que una varianza grande del error puede ser
contrarrestada con un tamafio de muestra grande: si se tienen suficientes datos, es posible que se
puedan estimar con precision los efectos parciales, aun cuando no se hayan controlado muchos
de los factores no observados. El que se puedan o no obtener estimaciones suficientemente
precisas depende de la aplicacién. Por ejemplo, suponga que a algunos estudiantes nuevos de
una universidad grande se les otorga financiamiento, de forma aleatoria, para comprar equipos
de computo. Si los montos del financiamiento en realidad son determinados de forma aleatoria,
se puede determinar el efecto ceteris paribus del monto del financiamiento sobre el subsecuente
promedio general de calificaciones en la universidad empleando el andlisis de regresion simple.
[Debido a la asignacion aleatoria, todos los demds factores que afectan el promedio general de
calificaciones (GPA) no estardn correlacionados con el monto del financiamiento.] Es probable
que el monto del financiamiento explique poco de la variacion del GPA, de manera que la R-
cuadrada de esta regresion tal vez serd muy pequefa. Sin embargo, si se obtiene una muestra
de tamafio grande, serd posible obtener un estimador razonablemente preciso del efecto del
financiamiento.

Otro buen ejemplo en el que el poder explicativo no tiene nada que ver con la estimacién
insesgada de las B; es el que se obtiene mediante el andlisis de la base de datos del archivo
APPLE.RAW. A diferencia de otras bases de datos empleadas aqui, las variables explicativas
clave del archivo APPLE.RAW se obtuvieron de manera experimental —es decir, sin atender a
otros factores que pudieran afectar a la variable dependiente—. La variable que se desea expli-
car, ecolbs, es la cantidad (hipotética) de libras de manzanas “no dafiinas para la ecologia”
(“ecoetiquetadas”) que demanda una familia. A cada familia (en realidad, a cada cabeza de
familia) se le presenté una descripcién de las manzanas ecoetiquetadas, junto con los precios

199



200

Parte 1 Analisis de regresion con datos de corte transversal

de las manzanas normales (o regulares) (regprc) y los precios de las manzanas ecoetiquetadas
hipotéticas (ecoprc). Dado que a las familias se les asignaron los pares de precios de forma
aleatoria, éstos no estdn relacionados con otros factores observados (tales como el ingreso fami-
liar) ni con factores no observados (tales como el interés por un ambiente limpio). Por tanto, la
regresion de ecolbs sobre ecopre, regprc (a través de las muestras generadas de esta manera)
produce estimadores insesgados de los efectos del precio. Sin embargo, la R-cuadrada de esta
regresion es s6lo .0364: las variables precio s6lo explican cerca de 3.6% de la variacion total de
ecolbs, de manera que aqui hay un caso en el que se explica muy poco de la variacién de y aun
cuando se estd en la rara situacién en que se sabe que los datos han sido generados de manera
que se puede obtener una estimacién insesgada de las B (Dicho sea de paso, la adicién de carac-
teristicas observadas en la familia tiene un efecto muy pequefio sobre el poder explicativo. Vea
el ejercicio para computadora C6.11.)

Recuerde, sin embargo, que cuando a una ecuacién se le agregan variables la variacion rela-
tiva de R-cuadrada es muy dtil: en (4.41) el estadistico F para probar la significancia conjunta
depende de manera crucial de la diferencia entre las R-cuadradas del modelo no restringido y
el restringido.

R-cuadrada ajustada

La mayoria de los paquetes para regresion dan, junto con la R-cuadrada, un estadistico llamado
R-cuadrada ajustada. Dado que esta ultima se reporta en muchas de las aplicaciones y tiene
algunas caracteristicas utiles, se verd en esta subseccion.

Para ver como puede ajustarse la R-cuadrada usual, es ttil escribirla de la manera siguiente:

R* =1 — (SRC/n)/(STC/n),

donde SRC es la suma de los residuales cuadrados y STC es la suma total de cuadrados; com-
parando con la ecuacién (3.28), lo tnico que se ha hecho es dividir entre n tanto la SRC como
la STC. Esta expresion muestral lo que en realidad estima la R*. Definase o7 como la varianza
poblacional de y y sea o2 la varianza poblacional del término del error, u. (Hasta ahora, ¢ se ha
empleado para denotar o2, pero aqui es ttil ser mds especifico.) La R-cuadrada poblacional se
define como p*> = 1 — o /0}; que es la proporcion de la variacién de y en la poblacion explicada
por las variables independientes. Esto es lo que se supone que estima R,

R? estima o2 mediante SRC/n, que se sabe es sesgado, de manera que, ;por qué no sustituir
SRC/n por SRC/(n — k — 1)? Ademads, también se puede usar STC/(n — 1) en lugar de STC/n,
ya que el primero es un estimador insesgado de o. Empleando estos estimadores, se llega a la
R-cuadrada ajustada:

R2

1 — [SRC/(n — k — DJ[STC/(n — 1)]
1 — 6[STC/(n — 1)], [s21 ]

ya que 2 = SRC/(n — k — 1). Debido a la notacién empleada para denotar la R-cuadrada ajus-
tada, también se le suele llamar R-barra cuadrada.

A la R-cuadrada ajustada se le llama también R-cuadrada corregida, pero este nombre no
resulta muy adecuado porque implicarfa que R? de alguna manera es un mejor estimador de la R-
cuadrada poblacional que R2. Por desgracia, en general R® no se sabe que sea un mejor estimador.
Se podria pensar que R* corrigiera el sesgo de R al estimar la R-cuadrada poblacional, p, pero
no lo hace: el cociente de dos estimadores insesgados no es un estimador insesgado.

La caracteristica mds atractiva de R? es que impone una sancion a la adicién de mds varia-
bles independientes a un modelo. Se sabe que R? nunca disminuye cuando se agrega una variable
independiente a la ecuacion de regresion: esto se debe a que SRC nunca aumenta (y en general dis-
minuye) a medida que se agregan mds variables independientes. Pero la férmula de R? muestra
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que ésta depende de manera explicita de k, la cantidad de variables independientes. Si se agrega
una variable independiente a la regresion, SRC disminuye, pero lo mismo ocurre con los g/ en
la regresion, n — k — 1. SRC/(n — k — 1) puede aumentar o disminuir cuando se agrega una
nueva variable independiente a una regresion.

Un hecho algebraico interesante es el siguiente: si se agrega una variable independiente a
una ecuacion de regresion, R? aumenta si, y s6lo si, el valor absoluto del estadistico ¢ de la nueva
variable es mayor que uno. (Una extension de esto es que cuando a una regresion se agrega un
grupo de variables R? aumenta si, y so6lo si, el estadistico F de la significancia conjunta de las
nuevas variables es mayor que la unidad.) Por tanto, de inmediato se ve que emplear R? para
decidir si una determinada variable independiente (o un conjunto de variables) pertenece a un
modelo proporciona una respuesta distinta a la de las pruebas estandar ¢ o F (debido a que a
los niveles de significancia tradicionales un estadistico # o F igual a uno no es estadisticamente
significativo).

Algunas veces es util tener una férmula de R? en términos de R2. Mediante algebra sencilla
se obtiene

R=1-0-R)0n-Din—k- 1. [ 622 |

Por ejemplo, si R*> = .30, n = 51 y k = 10, entonces R = 1 — .70(50)/40 = .125. Por tanto,
cuando 1 es pequefia y k es grande, R? puede ser sustancialmente menor a R% En realidad, si la
R-cuadrada usual es pequefia y n — k — 1 es pequefio, jR? puede ser negativa! Por ejemplo, se
puede sustituir R = .10, n = 51 y k = 10 para comprobar que R* = —.125. Una R? negativa
indica un ajuste muy pobre del modelo en relacién con los grados de libertad.

En las regresiones, algunas veces se reporta la R-cuadrada ajustada junto con la R-cuadrada
usual, y algunas veces se reporta R2 en lugar de R% Es importante recordar que la que aparece en
el estadistico F en (4.41) es R? y no R2. La misma férmula con R? o R, no es vilida.

Uso de la R-cuadrada ajustada para elegir
entre modelos no anidados

En la seccién 4.5 se vio como calcular un estadistico F para probar la significancia conjunta de
un grupo de variables; esto permite decidir, a un determinado nivel de significancia, si por lo
menos una de las variables del grupo afecta a la variable dependiente. Esta prueba no permite
decidir cudl de las variables es la que tiene algin efecto. En algunos casos, se desea elegir un
modelo que no tenga variables independientes redundantes, y para esto puede servir la R-cua-
drada ajustada.

En el ejemplo del sueldo en la liga mayor de béisbol en la seccioén 4.5 se vio que ni hrunsyr
ni rbisyr eran significativas individualmente. Estas dos variables estdn muy correlacionadas, de
manera que habrd que elegir entre los modelos

log(salary) = B, + B,years + B,gamesyr + B.bavg + B, hrunsyr + u

log(salary) = B, + B ,years + B,gamesyr + B.bavg + B,rbisyr + u.

Estas dos ecuaciones son modelos no anidados, ya que ninguna de ellas es un caso especial
de la otra. El estadistico F visto en el capitulo 4 sélo permite probar modelos anidados: un mode-
lo (el restringido) es un caso especial del otro (el no restringido). Como ejemplos de modelos
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restringidos y no restringidos vea las ecuaciones (4.32) y (4.28). Una posibilidad es crear un
modelo compuesto que contenga fodas las variables explicativas de los modelos originales y
después probar cada modelo contra el general empleando la prueba F. El problema de este pro-
ceso es que puede que ambos se rechacen o que ninguno se rechace (como ocurre en el ejemplo
del sueldo en la liga mayor de béisbol en la seccién 4.5). De manera que este proceso no siempre
proporciona una manera de distinguir entre modelos con regresores no anidados.

En la regresién del sueldo de los jugadores de béisbol, R? en la regresién que contiene
hrunsyr es .6211 y R en la regresion que contiene rbisyr es .6226. Por tanto, con base en la
R-cuadrada ajustada, hay una muy ligera preferencia por el modelo que tiene rbisyr. Pero, prac-
ticamente la diferencia es muy pequefia y es posible que se obtengan respuestas diferentes con-
trolando algunas de las variables del ejercicio para computadora C4.5. (Como los dos modelos
no anidados contienen cinco pardmetros, puede emplearse la R-cuadrada usual para llegar a la
misma conclusion.)

Comparar R* para elegir entre diversos conjuntos no anidados de variables independientes
puede ser valioso cuando las variables representan formas funcionales diferentes. Considere dos
modelos que relacionan la intensidad de la Investigacién y Desarrollo (I&D) con las ventas de
una empresa:

rdintens = B, + B log(sales) + u. @
rdintens = B, + B sales + B,sales® + u.

El primer modelo capta el rendimiento decreciente mediante la inclusién de sales en forma
logaritmica; el segundo modelo hace lo mismo empleando un término cuadratico y, por tanto,
contiene un pardmetro mds que el primero.

Cuando se estima la ecuacion (6.23) empleando las 32 observaciones de empresas quimicas
del archivo RDCHEM.RAW, R? es .061 y para la ecuacién (6.24) R* es .148. Por tanto, parece
que la ecuacion cuadrética tiene un ajuste mucho mejor. Pero la comparacién de las R-cuadra-
das usuales no es justa para el primer modelo porque éste contiene un parimetro menos que la
ecuacion (6.24). Es decir, (6.23) es un modelo més parsimonioso que (6.24).

Permaneciendo todo lo demads igual, los modelos mds sencillos son mejores. Dado que la
R-cuadrada usual no sanciona modelos mas complicados, es mejor emplear R2. Para (6.23) R es
.030, mientras que para (6.24) R? es .090. Por tanto, aun después del ajuste para la diferencia en
los grados de libertad, el modelo cuadrético gana. Tal modelo también se prefiere cuando a cada
regresion se agregan margenes de ganancia.

Existe una limitacién importante al usar R? para elegir entre modelos no anidados: no se
puede usar para escoger entre distintas formas funcionales de la variable dependiente. Esto es
lamentable, porque con frecuencia se desea decidir entre si usar y o log(y) (o alguna otra trans-
formacién) como variable dependiente con base en la bondad de ajuste. Pero para este propdsito
no se pueden usar ni R? ni R%. La razén es sencilla: estas R-cuadradas miden la proporcién expli-
cada de la variacion total en la variable dependiente que se emplee en la regresion, y funciones
diferentes de la variable dependiente tendrdn cantidades distintas de variacion a explicar. Por
ejemplo, la variacion total de y y de log(y) no son las mismas, y con frecuencia son muy distintas.
Comparar las R-cuadradas ajustadas de regre-
siones que tienen estas distintas formas de las
variables dependientes no dice nada acerca de

Pregunta 6.4 '

que minimizando & (el error estandar de la regresion). qué modelo se ajusta mejor; los modelos se

ajustan a dos variables dependientes distintas.
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[Compensacion de los directores generales y desempeiio de una empresa]

Considere dos modelos estimados que relacionan la compensacion de los directores generales (CEO) con

el desempeiio de la empresa:

salary = 830.63 + .0163 sales + 19.63 roe

(223.90) (.0089) (11.08) [ 625 |

n =209, R? = .029, R* = .020

Isalary = 4.36 + 275 Isales + .0179 roe

(0.29) (.033) (.0040) [ 6.26 |

n =209, R = 282, R> = 275,

donde roe es la rentabilidad de la inversion vista en el capitulo 2. Para simplificar, Isalary y Isales denotan
los logaritmos naturales de salary y de sales. Se sabe, ya, como interpretar estas distintas ecuaciones esti-
madas. Pero, ;puede decirse que un modelo se ajuste mejor que el otro?

La R-cuadrada de la ecuacion (6.25) indica que sales y roe explican sélo cerca de 2.9% de la variacién
del sueldo de los CEO en la muestra. Tanto sales como roe tienen una significacion estadistica marginal.

La ecuacién (6.26) indica que el log(sales) y roe explican aproximadamente 28.2% de la variacién
de log(salary). En términos de bondad de ajuste, esta R-cuadrada mayor pareceria implicar que el modelo
(6.26) es mucho mejor, pero este no es necesariamente el caso. La suma total de cuadrados de salary en la
muestra es 391,732,982, mientras que la suma total de cuadrados de log(salary) es s6lo de 66.72. Por tanto,
en log(salary) hay mucho menos variacion que debe ser explicada.

En este punto pueden emplearse otras caracteristicas distintas de R? y R? para decidir entre estos
modelos. Por ejemplo, en (6.26) log(sales) y roe son estadisticamente mucho mds significativas que sales
y roe en (6.25), y los coeficientes en (6.26) son quizd de mayor interés. Sin embargo, para estar seguro, se
requerird hacer una comparacion valida de la bondad de ajuste.

En la seccién 6.4, se presentard una medida de la bondad de ajuste que permite comparar
modelos en los que y aparece tanto de forma lineal como de forma logaritmica.

Control de demasiados factores en un analisis de regresion

En muchos de los ejemplos vistos y seguramente en el andlisis sobre el sesgo de variables omi-
tidas en el capitulo 3, la preocupacién ha sido omitir, de un modelo, factores importantes que
puedan estar correlacionados con las variables independientes. También puede ocurrir que en un
andlisis de regresion se controlen demasiadas variables.

Si se le da demasiada importancia a la bondad de ajuste, puede ocurrir que en un modelo
de regresion se controlen factores que no deberian ser controlados. Para evitar este error, hay que
recordar la interpretacion ceteris paribus de los modelos de regresion miiltiple.

Para ilustrar esto, suponga que se hace un estudio para evaluar el impacto de los impuestos es-
tatales a la cerveza sobre los accidentes de transito fatales. La idea es que con impuestos mas
altos a la cerveza se reducird el consumo de alcohol y, por consiguiente, la posibilidad de condu-
cir bajo los efectos del alcohol, dando como resultado una reduccién de los accidentes de transito
fatales. Para medir el efecto ceteris paribus de los impuestos sobre los accidentes fatales, los
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accidentes fatales (fatalities) pueden modelarse como funcién de diversos factores, entre los que
se encuentra el impuesto (tax) a la cerveza:

fatalities = B, + B tax + B, miles + B,percmale + B,percl6_21 + ...,
donde

miles = cantidad total de millas recorridas conduciendo.
percmale = porcentaje de hombres en la poblacién de un estado.
percl6_21 = porcentaje de personas entre 16 y 21 afios de edad en la poblacién.

Observe que no se ha incluido una variable que mida el consumo de cerveza per cdpita.
(Se estd cometiendo un error de omision de variables? La respuesta es no. Si en esta ecuacion
se controla el consumo de cerveza, entonces ;como afectarian los impuestos a la cerveza los
accidentes de trdnsito fatales? En la ecuacion

Jfatalities = B, + B tax + B,beercons + ...,

B, mide la diferencia en los accidentes fatales debido a un aumento de un punto porcentual en
los impuestos, manteniendo constante el consumo de cerveza (beercons). No es facil entender
por qué esto podria ser de interés. No se deben controlar las diferencias en beercons entre los
estados, a menos que se desee probar algun tipo de efecto indirecto de los impuestos a la cerveza.
Otros factores, tales como distribucion del género y de la edad si deben ser controlados.

Para ver otro ejemplo, suponga que, en un pais en desarrollo, se desea estimar el efecto del
uso de pesticidas por los agricultores sobre el gasto en salud familiar. Ademads de las cantidades
de pesticidas usadas, ;debe incluirse, como variable explicativa, la cantidad de visitas al médico?
No. Los gastos en salud comprenden las visitas al médico y lo que se desea es captar todos los
efectos del uso de pesticidas sobre los gastos en salud. Si se incluye, como variable explicativa,
la cantidad de visitas al médico, entonces solo se estaran midiendo los efectos del uso de los
pesticidas sobre gastos en la salud distintos a las visitas al médico. Tiene mas sentido usar la
cantidad de visitas al médico como variable dependiente en otra regresioén contra las cantidades
de pesticidas.

Los anteriores son ejemplos de lo que podria llamarse un sobrecontrol de factores en la re-
gresion multiple. Esto suele ocurrir como resultado de la preocupacion por los sesgos potenciales
que pueden surgir al dejar fuera variables explicativas importantes. Pero es importante recordar
la naturaleza ceteris paribus de la regresion mdltiple. En algunas situaciones no tiene caso man-
tener ciertos factores fijos debido precisamente a que variardn cuando cambie una variable de
politica.

Por desgracia, el asunto de si controlar o no ciertos factores no siempre es claro. Por ejemplo,
Betts (1995) estudio el efecto de la calidad del bachillerato sobre los ingresos subsecuentes. El
indica que, si una mejor calidad de la escuela da como resultado mas educacidén, entonces con-
trolar en la regresion la educacion junto con medidas de la calidad subestima el rendimiento de
la calidad. Betts realiza el andlisis con y sin afios de educacién en la ecuacién para obtener un
intervalo de los efectos estimados de la calidad de la educacion.

Para ver de manera explicita cémo enfocarse en R-cuadradas altas puede conducir a proble-
mas, considere el ejemplo del precio de la vivienda visto en la seccién 4.5 que ilustra la prueba
de hipétesis multiples. En ese caso se deseaba probar lo razonable de los avaltios de los pre-
cios de las viviendas. Se regresé log(price) sobre log(assess), log(lotsize), log(sqrft) y bdrms 'y
se probd si las ultimas tres variables tenfan coeficientes poblacionales iguales a cero mientras
que log(assess) tenia coeficiente igual a uno. Pero, ;qué pasa si se modifica el objetivo del ana-
lisis y se estima un modelo de precios hedonicos, que permita obtener los valores marginales de
distintos atributos de las viviendas? ;Se debe incluir log(assess) en la ecuacion? La R-cuadrada
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ajustada de la regresion con log(assess) es .762, mientras que la R-cuadrada ajustada sin €l es
.630. Basandose sélo en la bondad de ajuste deberia incluirse log(assess). Pero esto es incorrec-
to si lo que se quiere determinar son los efectos del tamafio del terreno, de la superficie de la
vivienda en pies cuadrados y de la cantidad de recdmaras sobre el valor de la vivienda. Incluir
log(assess) en la ecuacién equivale a mantener fija una medida del valor y preguntar después
cudnto modificard una recdmara mas otra medida del valor. Esto no tiene sentido para la evalua-
cién de los atributos de una vivienda.

Si se recuerda que modelos distintos tienen propdsitos diferentes y se atiende a la interpre-
tacion ceteris paribus de la regresion, no se incluirdn factores inadecuados en un modelo de
regresion.

Adicion de regresores para reducir la varianza del error

Se acaban de ver algunos ejemplos en los que ciertas variables independientes no deben ser
incluidas en un modelo de regresion, aun cuando estas variables estén correlacionadas con la
variable independiente. De acuerdo con lo visto en el capitulo 3, se sabe que agregar una variable
independiente a la regresion puede exacerbar el problema de multicolinealidad. Por otro lado,
como se estd sacando algo del término de error, adicionar una variable reduce, por lo general, la
varianza del error. Por lo comun no se puede saber cudl serd el efecto que domine.

Sin embargo, hay un caso que es claro: siempre deben incluirse las variables independientes
que afecten a y y que no estén correlacionadas con todas las variables independientes de interés.
(Por qué? Porque agregar esas variables no induce multicolinealidad en la poblacién (y por tanto
la multicolinealidad en la muestra serd despreciable), pero si reduce la varianza del error. En
muestras grandes, los errores estandar de los estimadores de MCO se reducirdn.

Como ejemplo, considérese la estimacion de la demanda individual de cerveza como funcién
del precio promedio de la cerveza en un condado o municipio. Serd razonable suponer que las
caracterfsticas individuales no estdn correlacionadas con el nivel de precios en el condado y de
esta manera una regresion simple del consumo de cerveza sobre el precio en el condado sera su-
ficiente para estimar el efecto del precio sobre la demanda individual. Pero se puede obtener un
estimador mds preciso de la elasticidad precio de la demanda de cerveza mediante la inclusién
de caracteristicas individuales, tales como edad y cantidad de educacién. Si estos factores que
afectan la demanda no estdn correlacionados con el precio, entonces el error estandar del coefi-
ciente del precio serd menor, por lo menos cuando se tengan muestras grandes.

Para ver otro ejemplo, considere el financiamiento para equipo de cémputo mencionado al
inicio de la seccion 6.3. Si, ademads de la variable financiamiento, se controlan otros factores que
puedan explicar el promedio general de calificaciones (GPA), tal vez se podrd obtener un estima-
do més preciso del efecto del financiamiento. Medidas del promedio general de calificaciones en
el bachillerato y del ranking, puntuaciones de los exdmenes de admisién a la universidad SAT
y ACT (por sus siglas en inglés) y variables de antecedentes familiares son buenos candidatos.
Dado que los montos del financiamiento son asignados de forma aleatoria, todas las demds va-
riables de control no estian correlacionadas con el monto del financiamiento; en la muestra, la
multicolinealidad entre el monto del financiamiento y otras variables independientes debera ser
minima. Pero la adicién de los controles extra puede reducir de manera significativa la varianza
del error, conduciendo a una estimacién mas precisa del efecto del financiamiento. Recuerde
que aqui el problema no es insesgamiento: se agregue o no el desempefio en el bachillerato y las
variables de antecedentes familiares se obtiene un estimador insesgado y consistente.

Por desgracia, en las ciencias sociales los casos en los que se tiene informacién adicional
sobre variables explicativas que no estén correlacionadas con las variables explicativas de inte-
rés son raros. Pero vale la pena recordar que cuando existan estas variables, pueden incluirse en
el modelo para reducir la varianza del error sin inducir multicolinealidad.
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6.4 Prediccion y analisis de residuales

En el capitulo 3 se definieron los valores predichos o ajustados de MCO, asi como los residuales de
MCO. Las predicciones son seguramente ttiles, pero estdn sujetas a variaciones de muestreo,
debido a que se obtienen empleando los estimadores de MCO. Asf, en esta seccién se muestra
cémo obtener intervalos de confianza para una prediccion a partir de la linea de regresién de
MCO.

De acuerdo con lo visto en los capitulos 3 y 4, se sabe que los residuales se usan para obte-
ner la suma de los residuales cuadrados y la R-cuadrada, de manera que son importantes para la
bondad de ajuste y para las pruebas. Algunas veces los economistas estudian los residuales de
determinadas observaciones para obtener informacién acerca de individuos (empresas, vivien-
das, etc.) de la muestra.

Intervalos de confianza para predicciones
Suponga que se tiene la ecuacidn estimada

A A A A

y=B, tBx +Bx, ... +Bx, 6.27

Cuando se sustituyen valores especificos de las variables independientes, se obtiene una predic-
cion para y, la cual es una estimacion del valor esperado de y dados los valores especificos de
las variables explicativas. Haciendo hincapi€, sean ¢, c,, ..., ¢, valores especificos de cada una
de las k variables independientes, que pueden corresponder o no a datos reales de la muestra. El
pardmetro que se desea estimar es

0 =B +Bc +Bc, +..+Bc
0 0 171 272 k k

= E(y|)c1 = CpX, T Cypy ey X, =€)

El estimador de 6, es

6, =B, + Bic, + By, + .. + Bic, [ 6.29 |

En la prictica, esto es facil de calcular. Pero, ;y si se desea tener alguna medida de la incerti-
dumbre de este valor predicho? Lo natural es construir un intervalo de confianza para 6, que
esté centrado en éo.

Para obtener un intervalo de confianza para 0, se necesita un error estandar de 90. Entonces,
con un nimero de g/ grande, se puede construir un intervalo de confianza de 95% empleando la
regla 90 * 2-ee(éo). (Como siempre, pueden emplearse los percentiles exactos de una distribu-
cién t.)

(Como se obtiene el error estandar de 90? Este es el mismo problema encontrado en la sec-
cion 4.4: se necesita obtener un error estindar de una combinacién lineal de los estimadores de
MCO. Aqui, el problema es incluso mas complicado, porque en general todos los estimadores
de MCO aparecen en éo (a menos que algunos de los ¢, sean cero). No obstante, el mismo truco
empleado en la seccion 4.4 funciona aqui. Se escribe B, = 6, — B,c, — ... — B,c, y esto se
sustituye en la ecuacién

y=,80+,81x1+...+[3kxk+u
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con lo que se obtiene

y=60,+Bx —c)+B,x,—c)+..+Bkx —c)+tu

En otras palabras, a cada observacion ¢, se le resta X,y se vuelve a correr la regresion de

Y, sobre (x, = ¢)soer (x, =) i =1, 2, ..., 1. @

El valor predicho en (6.29) y, lo que es mds importante, su error estindar, se obtienen del infer-
cepto (o constante) de la regresion (6.31).

Para dar un ejemplo, se obtendra un intervalo de confianza para la prediccién de una regre-
sién del promedio general de calificaciones (GPA) en la universidad, en la que se usa infor-
macion del bachillerato.

[Intervalo de confianza para el promedio general de calificaciones (GPA)
en la universidad]

Empleando los datos del archivo GPA2.RAW se obtiene la ecuacién siguiente para predecir el promedio
general de calificaciones (GPA) en la universidad:

colgpa = 1.493 + .00149 sat — .01386 hsperc
(0.075) (.00007) (.00056)

— 06088 hsize + .00546 hsize® [ 632 ]
(.01650) (.00227)
n=4137,R = 278,R* = 277,6 = .560,

donde las estimaciones se han dado con varios digitos para reducir el error de redondeo. {Cudl es el pro-
medio general de calificaciones (GPA) en la universidad, si sat = 1,200, hsperc = 30y hsize = 5 (que
significa 500)? Esto se obtiene facilmente sustituyendo estos valores en la ecuacion (6.32): colgpa = 2.70
(redondeado a dos cifras decimales). Por desgracia, la ecuacién (6.32) no puede emplearse para obtener
directamente un intervalo de confianza para colgpa en los valores dados de las variables independientes.
Una manera sencilla de obtener un intervalo de confianza es definir un nuevo conjunto de variables inde-
pendientes: sarf0 = sat — 1,200, hspercO = hsperc — 30, hsizeQ = hsize — 5y hsizesq0 = hsize* — 25. Al
regresar colgpa sobre estas nuevas variables independientes, se obtiene

colgpa = 2.700 + .00149 sat0 — .01386 hspercO
(0.020) (.00007) (.00056)
— 06088 hsize0 + .00546 hsizesq0

(.01650) (.00227)
n=4137,R> = 278, R = .277, 6 = .560.

La unica diferencia entre esta regresion y la de (6.32) es el intercepto, que es la prediccion que se busca,
junto con su error estandar, .020. No es una coincidencia que los coeficientes de pendiente, sus errores
estandar, la R-cuadrada, etc., sean las mismas que antes; esto proporciona una manera de verificar que se
hicieron las transformaciones correctas. Construir un intervalo de confianza de 95% para el GPA esperado
es facil: 2.70 = 1.96(.020) es decir aproximadamente de 2.66 a 2.74. Este intervalo de confianza es bastante

estrecho debido al tamaiio tan grande de la muestra.
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Como la varianza del estimador del intercepto es la menor posible cuando todas las variables
explicativas tienen media muestral cero (vea la pregunta 2.5 para el caso de la regresién simple),
se sigue, de acuerdo con la regresion (6.31), que la varianza de la prediccion es la menor posible
en los valores medios de las X (Es decir, ¢, = X, para toda j.) Este resultado no debe extrafiar,
ya que cerca del centro de los datos se tiene la mayor confianza en la linea de regresion. A medi-
da que los valores de las ¢, se alejan de las x, Var(y) se vuelve cada vez mayor.

El método anterior permlte colocar un 1nterva10 de confianza alrededor de la estimacion de
MCO de E(y|x1, ..., X,), para cualesquiera valores de las variables explicativas. En otras palabras,
se obtiene un intervalo de confianza para el valor promedio de y en la subpoblacién de un con-
junto dado de variables independientes. Pero un intervalo de confianza para la persona promedio
de la subpoblacién no es lo mismo que un intervalo de confianza para una unidad especifica
(individuo, familia, empresa, etc.) de la poblacién. Al formar un intervalo de confianza para
un resultado desconocido de y, debe tomarse en cuenta otra fuente importante de variacién: la
varianza del error no observado, el cual mide la ignorancia de los factores no observados que
afectan a y.

Sea y° el valor para el cual se desea construir un intervalo de confianza, al cual suele llamar-
sele intervalo de prediccion. Por ejemplo, y° puede representar, una persona o una empresa que
no esté en la muestra original. Sean x?, ey xg los nuevos valores de las variables independientes,
que se supone se observan, y sea u° el error no observado. Por tanto, se tiene

W=B,+BxX+BxX)+ ... +BxX + u’ @I

Como antes, la mejor prediccion para y° es el valor esperado de y° dadas las variables explicati-
vas, el cual se estima a partir de la linea de regresién de MCO: y° = ,8 + ,81x ,8 X+ .
B 0. El error de prediccion al emplear y° para predecir y° es

O =y == (B, B+ B+ —

Ahora, EG¥) = E(B)) + EB)x) + EB ) + ... + BB = B, + Bx) + ... + Bl debido a
que las ,8/. son insesgadas. (Como siempre, todos estos valores esperados son cond1c10nales en
los valores muestrales de las variables independientes.) Como u° tiene media cero, E(é°) = 0. Se
ha demostrado que el error de prediccién esperado es cero.

Al determinar la varianza de é°, observe que u° no esta correlacionada con mnguna de las ,8
porque tampoco lo estd con los errores de la muestra empleada para obtener las B De acuerdo
con las propiedades bdsicas de la covarianza (ver apéndice B), u’ y y° no estédn correlacmnados.
Por tanto varianza del error de prediccion (condicional en todos los valores muestrales de las
variables independientes) es la suma de las varianzas:

Var(¢’) = Var(®) + Var(u®) = Var(y°) + o2, @

donde ¢? = Var(u°) es la varianza del error. En ¢° hay dos fuentes de variacién. La primera es
el error de muestreo en y°, que surge debido a que se han estimado los B;- Como cada B tiene
una varianza proporcional a 1/n, donde n es el tamafio de la muestra, Var(yo) es proporcmnal a
1/n. Esto significa que, con muestras grandes, Var(y°) puede ser muy pequefia. En cambio, o2 es
la varianza del error en la poblacion: ésta no cambia con el tamaifio de la muestra. En muchos
ejemplos, o7 serd el término dominante en (6.35).
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Bajo los supuestos del modelo lineal clésico, las 3}. y u° estdn distribuidas normalmente y en-
tonces ¢ tambien estd distribuida normalmente (condicional a todos los valores muestrales de las
variables explicativas). Antes, se describié como obtener un estimador insesgado de Var(y°), y
en el capitulo 3 se obtuvo el estimador insesgado de o”. Empleando estos estimadores, se puede
definir el error estandar de é&° como

ee(@) = {lee(@)I* + &2}"~, [ 6.36 |

Empleando el mismo razonamiento para los estadisticos ¢ de los ,[§j, é%ee(é) tiene una distribu-
cién t con n — (k + 1) grados de libertad. Por tanto,

P[—1

50 50
s = ¢ee@) =1

= .95,

025]

donde 1, es el percentil 97.5 de la distribucién 7 _, . Si n — k — 1 es grande, recuerde que

1,5 = 1.96. Al sustituir en & = y* — j° y reordenar se obtiene un intervalo de prediccién de

95% para y°:
W r,.ee@); 6.37

como de costumbre, excepto cuando el nimero de g/ sea pequeiio, una buena regla practica es
3 =+ 2ee(@"). Este intervalo es mas amplio que el de y° debido a la presencia de 62 en (6.36); este
intervalo suele ser mucho mds amplio para reflejar los factores en u° que no se han controlado.

[Intervalo de confianza para un GPA futuro]

Suponga que se desea un IC de 95% para el GPA futuro de un estudiante de bachillerato para el que
sat = 1,200, hsperc = 30y hsize = 5. En el ejemplo 6.5, se obtuvo un intervalo de confianza de 95% para el
promedio de GPA de todos los estudiantes con las caracteristicas particulares sat = 1,200, hsperc = 30y
hsize = 5. Ahora se quiere un intervalo de confianza de 95% para un estudiante especifico con estas carac-
teristicas. El intervalo de prediccién de 95% debe tomar en cuenta la variacion en el individuo, caracteristi-
cas no observadas que afectan el desempefio universitario. Ya se tiene todo lo que se necesita para obtener
un IC para colgpa. ee(y°) = .020 y & = .560 y, de esta manera, de acuerdo con (6.36), ee(2”) = [(.020)* +
(.560)*]"> = .560. Observe lo pequefio que es ee(3°) con relacion a &: practicamente toda la variacién en
&’ proviene de la variacién en u’. El1 IC de 95% es 2.70 = 1.96(.560) es decir, aproximadamente de 1.60 a
3.80. Este es un intervalo de confianza amplio y muestra que, con base en los factores incluidos en la regre-
sion, no es posible sefialar con exactitud el promedio general de calificaciones futuras de un individuo. [En
cierto sentido, esta es una buena noticia, pues significa que el desempefio en el bachillerato y en el examen
de admision (SAT) no predeterminan el desempefio en la universidad.] Evidentemente, las caracteristicas
no observadas varfan de manera amplia entre los individuos que tienen una misma puntuacién observada

en el SAT y un mismo promedio observado en el bachillerato.

Anadlisis de residuales

Algunas veces es ttil examinar las observaciones individuales para ver si el verdadero valor de
la variable dependiente es superior o inferior al valor predicho; es decir, examinan los residuales
de las observaciones individuales. A este proceso se le llama analisis de residuales.
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Los economistas examinan los residuales de una regresién con objeto de ayudar en la com-
pra de una vivienda. El ejemplo siguiente sobre precios de la vivienda ilustra el andlisis de resi-
duales. El precio de una vivienda esta relacionado con diversas caracteristicas observables de la
vivienda. Se puede hacer una lista con todas las caracteristicas que se consideran importantes,
tales como tamaiio, cantidad de recamaras y de bafios, etc. Se puede emplear una muestra de vi-
viendas para estimar la relacion entre el precio y los atributos, con lo que se obtiene un valor pre-
dicho y un valor real de cada vivienda. Después, pueden calcularse los residuales, iz, = y. — y.
La vivienda con el residual més negativo es, al menos con base en los factores controlados, la
mads subvalorada con relacién a las caracteristicas observadas. Por supuesto, un precio de venta
sustancialmente menor a su precio predicho indicard que existen algunas caracteristicas inde-
seables de la vivienda que no han sido tomadas en cuenta y que estdn contenidas en el error no
observado. Ademds de obtener la prediccion y el residual, también es ttil calcular un intervalo
de confianza para el que puede ser el precio de venta de la vivienda, empleando el método des-
crito en la ecuacion (6.37).

Empleando los datos del archivo HPRICE1.RAW, se corre la regresion de price sobre lotsi-
ze, sqrft y bdrms. En la muestra de 88 viviendas, el residual mds negativo es —120.206, que es el
de la casa nimero 81 de la muestra. Por tanto, el precio solicitado por esta vivienda es $120,206
inferior a su precio predicho.

El andlisis de residuales tiene otros muchos usos. Una manera de jerarquizar las escuelas de
leyes es regresando el sueldo inicial promedio sobre diversas caracteristicas de los estudiantes
[por ejemplo, la puntuaciéon promedio en el examen de admision a una escuela de leyes (LSAT,
por sus siglas en inglés), al GPA promedio, etc.] y obtener un valor predicho y un residual para
cada escuela de leyes. La escuela de leyes con el mayor residual tiene el valor agregado predicho
mas alto. (Por supuesto, todavia es incierta la relacion entre el sueldo inicial de un individuo y la
media general de una escuela de leyes.) Estos residuales pueden usarse junto con los costos de
asistir a cada escuela de leyes para determinar el mejor valor; esto requerird un descuento ade-
cuado de las ganancias futuras.

El andlisis de residuales también es importante en decisiones legales. Un articulo de la revista
New York Times titulado “Judge Says Pupil’s Poverty, Not Segregation, Hurts Scores” (“El juez
dice que la pobreza de los alumnos, no la segregacion, afecta las calificaciones”) (6/28/95) des-
cribe un importante caso legal. El problema era si el mal desempefio en exdmenes estandarizados
: del distrito escolar de Hartford, con relacion
Pregunta 6.5 § al desempeilo de suburbios vecinos se debia

¢{Como emplearia usted el analisis de residuales para determmar a la mala calidad de las escuelas mds segre-
qué atletas profesionales son remunerados de manera excesiva o | gadas. El juez concluy6 que “la disparidad en

insuficiente con relacion a su desempeno? las puntuaciones de los exdmenes no indica

que Hartford esté trabajando mal o de manera
inadecuada con relacion a la educacion de sus estudiantes o que sus escuelas estén fallando, ya
que las puntuaciones predichas de acuerdo con los factores socioeconémicos relevantes se en-
cuentran en los niveles que eran de esperarse”. Esta conclusion estd basada en un andlisis de re-
gresion de las puntuaciones promedio o medias sobre las caracteristicas socioecondmicas de
varios distritos escolares en Connecticut. La conclusion del juez indica que dados los niveles
de pobreza de los estudiantes en las escuelas de Hartford, las puntuaciones reales en los exa-
menes son similares a las predichas con un andlisis de regresion: el residual correspondiente a
Hartford no era suficientemente negativo para concluir que las escuelas mismas fueron la causa
de las bajas puntuaciones en el examen.

Prediccion de y cuando log(y) es la variable dependiente

Como en la economia empirica se emplea con tanta frecuencia la transformaciéon que usa el
logaritmo natural, esta subseccion se dedica a la prediccién de y cuando la variable dependiente
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es log(y). Como subproducto se obtiene una medida de la bondad de ajuste para el modelo loga-
ritmico, la cual puede compararse con la R-cuadrada del modelo lineal.

Para obtener una prediccion es ttil definir logy = log(y); con lo que se hace hincapié en que
lo que predice el modelo es el logaritmo de y

logy = B, + Bx, + B, + .. + B, + u.

En esta ecuacidn, las x, pueden ser transformaciones de otras variables; asi, en el ejemplo de los
sueldos de los CEO puede tenerse x, = log(sales), x, = log(mktval), x, = ceoten.

Dados los estimadores de MCO, ya se sabe cémo predecir logy para cualesquiera valores de
las variables independientes:

@:B0+31x1+ﬁ2x2+'”+ﬁkxk' @I

Ahora, como la funcién exponencial elimina el logaritmo, el primer intento para predecir y es
exponenciar el valor predicho para log(y): § = exp(logy). Esto no funciona; en realidad subes-
timard de manera sistemdtica el valor esperado de y. En efecto, si el modelo (6.38) sigue los
supuestos RLM.1 a RLM.6 del MLC, puede demostrarse que

E(ylx) = exp(a?/2)-exp(B, + Bx, + Bx, + ... + Bx),

donde x denota las variables independientes y o? es la varianza de u. [Si u ~ Normal(0,0?),
entonces el valor esperado de exp(u) es exp(c?/2).] Esta ecuaciéon muestra que para predecir y
se necesita un ajuste sencillo:

$ = exp(&*/2)exp(logy).

donde 47 es simplemente el estimador insesgado de ¢. Como siempre se reporta , el error estan-
dar de la regresion, obtener los valores predichos para y es sencillo. Como 2 > 0, exp(6%/2) > 1.
Cuando 7 es grande, este factor de ajuste puede ser sustancialmente mayor que la unidad.

La prediccion en (6.40) no es insesgada, pero es consistente. No hay predicciones insesgadas
de y y, en muchos casos, la prediccion de (6.40) funciona bien. Sin embargo, esta prediccion se
apoya en la normalidad del término del error, u. En el capitulo 5, se mostré que los MCO tienen
propiedades deseables, aun cuando u no esté distribuido normalmente. Por tanto, es ttil tener
una prediccién que no se apoye en la normalidad. Si simplemente se supone que u es independien-
te de las variables explicativas, entonces se tiene

E()’|x) = aoeXP(Bo + lel + Bzxz Tt kak)’

donde « es el valor esperado de exp(u), el cual debe ser mayor que la unidad.
Dada una estimacién &, se puede predecir y de la manera siguiente

$ = a,exp(logy),

que una vez mas simplemente debe exponenciar el valor predicho con el modelo logaritmico y
multiplicar el resultado por &

Se sugieren dos métodos para estimar «,, sin el supuesto de normalidad. El primero se basa en
a, = E[exp(u)]. Para estimar o se sustituye la esperanza poblacional por un promedio muestral
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y después se sustituyen los errores no observados, u, por los residuales de MCO, i, = log(y,) -
B,—Bx, — ... — Bx,. Esto conduce al estimador del método de momentos (vea el apéndice C)

n
=013 expd).
i=1

No debe extrafiar que &, sea un estimador consistente de «, pero no es insesgado debido a que
dentro de una funcién no lineal se ha sustituido u, por ii.. Esta version de &, es un caso espe-
cial de lo que Duan (1983) llamé un estimador no paramétrico de retransformacion estimador
smearing. Como los residuales de MCO tienen promedio muestral cero, puede demostrarse
que, para cualquier conjunto de datos, &, > 1. (Técnicamente, &, serd igual a uno si todos los
residuales de MCO son cero, pero esto no ocurre nunca en una aplicacién interesante.) El que
@, sea necesariamente mayor que uno es conveniente porque debe ser cierto que «, > 1.

Otra estimacion de ¢, se basa en una regresion simple a través del origen. Para ver cmo fun-
ciona, se define m, = exp(B, + B,x, + ... + B,x,), de manera que, de acuerdo con la ecuacion
(6.41), E(yi|ml.) = aym,. Si las m, pudieran observarse, mediante la regresion de y, sobre m, sin
intercepto se obtendria un estimador insesgado de a, En lugar de esto, las B; se sustituyen por
sus estimaciones de MCO vy se obtiene /i, = exp(logy), donde, por supuesto, los logy, son los
valores ajustados obtenidos de la regresion de logy, sobre x , ..., x, (con intercepto). Entonces
&, [para distinguirla de la &, de la ecuacién (6.43)] es la pendiente estimada de MCO obtenida
de la regresion simple de y, sobre 771, (sin intercepto):

n —1 n
- (2 ] (5 )
i=1 i=1

A @, se le llamard la estimacion de la regresion de «. Al igual que &, &, es consistente pero
no insesgada. Curiosamente, no se garantiza que, &, sea mayor que uno, aunque en la mayorfa
de las aplicaciones lo es. Si &, es menor que uno, y en especial si es mucho menor que uno, es
muy probable que se viole el supuesto de independencia entre u y X Si &, < 1, una posibilidad
es emplear la estimacion de (6.43), aunque esto puede s6lo estar enmascarando algtin problema
con el modelo lineal de log(y). A continuacién se resumen los pasos:

PREDICCION DE y CUANDO LA VARIABLE DEPENDIENTE ES log(y):

1. Obtener los valores ajustados, @i, y los residuales, 12i, mediante la regresion de logy

sobre x, ..., x,.
2. Obtener @, de la ecuacién (6.43) o &, de la ecuacion (6.44).
3. Para valores dados de x , ..., x,, obtener @ mediante (6.42).

4. Obtener la prediccién y mediante (6.42) (con & 0 &).

A continuacién se muestra cémo predecir el sueldo de los CEO empleando este procedi-
miento.

Ejemplo 6.7
[Prediccion del sueldo de los directores generales]

El modelo de interés es

log(salary) = B, + B,log(sales) + B log(mktval) + B ceoten + u,
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de manera que 3, y B, son elasticidades y 100-3, es una semielasticidad. La ecuacién estimada empleando
el archivo CEOSAL2.RAW es

Isalary = 4.504 + .163 Isales + .109 Imktval + 0117 ceoten

(257) (.039) (.050) (.0053)

n =177, R* = 318,

donde, para mayor claridad Isalary denota el logaritmo de salary, y de manera similar Isales y Imktval.
A continuacién se obtiene 7z, = exp(Ela\ryi) para cada una de las observaciones de la muestra.

La estimacion no paramétrica de retransformacién de Duan de (6.43) es aproximadamente &, = 1.136
y la estimacion de la regresion de acuerdo con (6.44) es ¢ = 1.117. Se puede usar cualquier estimacion pa-
ra predecir salary para cualesquiera valores de sales, mktval y ceoten. Se va a determinar la prediccion para
sales = 5,000 (lo que significa $5 mil millones porque sales estd en millones), mktval = 10,000 (o $10 mil
millones) y ceoten = 10. De acuerdo con (6.45), la prediccidn para Isalary es 4.504 + .163 - 10g(5,000) +
.109 - 10g(10,000) + .0117(10) =~ 7.013 y exp(7.013) ~1,110.983. Empleando la estimacion de « obteni-
do con (6.43), el sueldo predicho es aproximadamente 1,262.077, es decir, $1,262.077. Usando el estimado
que se obtiene con (6.44), el sueldo predicho es aproximadamente $1,240,968. Estos difieren uno de otro

en mucho menos de lo que cada uno difiere de la ingenua prediccion de $1,110,983.

Los métodos anteriores pueden usarse en la obtencién de predicciones para determinar qué
tan bien puede explicar y el modelo que usa log(y) como variable dependiente. Ya se tienen
mediciones para los modelos en los que y es la variable dependiente: R-cuadrada y R-cuadrada
ajustada. El objetivo es hallar una medida de la bondad de ajuste para el modelo log(y) que pue-
da compararse con una R-cuadrada de un modelo en el que y sea la variable dependiente.

Existen varias maneras de definir una medida de la bondad de ajuste después de transfor-
mar un modelo con log(y) para predecir y. Aqui se presenta un método que es facil de realizar
y con el que se obtiene el mismo valor ya sea que a se estime como en (6.40), (6.43) o (6.44).
Para motivar esta medida, recuerde que en la ecuacion de regresion lineal estimada mediante
MCO,

F=B A Bx By

la R-cuadrada usual es simplemente el cuadrado de la correlacion entre y,y y, (vea la seccion 3.2).
Ahora, si en lugar de esto se calculan valores ajustados de acuerdo con (6.42) —es decir, y, =
&Omi para todas las observaciones i— entonces tiene sentido emplear, como una R-cuadrada, el
cuadrado de la correlacion entre y, y estos valores ajustados. Como a la correlacion no le afecta
que se multiplique por una constante, no importa qué estimacion de «,, se emplee. En realidad,
esta medida R-cuadrada para y [no para log(y)] es precisamente el cuadrado de la correlacion
entre y, y 7. Esto se puede comparar de manera directa con la R-cuadrada de la ecuacién (6.46).
[Como el célculo de la R-cuadrada no depende de la estimacion de a, no permite elegir entre
(6.40), (6.43) y (6.44). Pero se sabe que (6.44) minimiza la suma de los residuales cuadrados
entre y, y /71, sin una constante. En otras palabras, dados los 771, & se elige de manera que produz-
ca el mejor ajuste con base en la suma de los residuales cuadrados. En lo que se estd interesado
aqui es en elegir entre el modelo lineal para y y log(y), y de esta manera es adecuada una medida
de R-cuadrada que no dependa de la manera en que se estima «,,.
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Ejemplo 6.8

[Prediccion de los sueldos de los directores generales (CEO)]

Después de obtener los 77, simplemente se obtiene la correlacién entre salary, y 7i; ésta es .493. Su cua-
drado es aproximadamente .243 y esta es una medida de qué tan bien explica el modelo logaritmico la
variacién de salary no de log(salary). [La R* obtenida con (6.45), .318, indica que el modelo logaritmico
explica aproximadamente 31.8% de la variacion en log(salary).]

Como modelo lineal alternativo, suponga que se estima un modelo con todas las variables en forma
lineal:

salary = B, + B sales + B,mktval + B,ceoten + u. 6.47

La clave es que la variable dependiente es salary. En el lado derecho se podrian usar los logaritmos de sales
o mktval, pero, si (salary) aparece de forma lineal, es mds razonable tener todos los valores en ddlares en
forma lineal. La R-cuadrada de la estimacion de esta ecuacién empleando las mismas 177 observaciones es
.201. De manera que el modelo logaritmico explica mas de la variacion en salary, y por tanto se prefiere a
(6.47) por razones de la bondad de ajuste. El modelo logaritmico se prefiere también debido a que parece
mas realista y sus pardmetros son mds féciles de interpretar.

Si en el modelo (6.38) se conserva la base completa de supuestos del modelo lineal cldsico, con facili-
dad se pueden obtener intervalos de prediccién para y° = exp(8, + 8,0 + ... + B.x) + u°) una vez que se
haya estimado el modelo lineal para log(y). Recuerde que x9, xJ, ..., x son valores conocidos y que u’ es el
error no observado que determina de manera parcial y°. De acuerdo con la ecuacién (6.37), un intervalo de
prediccion de 95% para logy® = log(y°) es simplemente l;g\y0 * 1,5 - €e(é’), donde ee(é’) se obtiene me-
diante la regresion de log(y) sobre x, ..., x, empleando las n observaciones originales. Sean ¢, = —r -
ee(@) y c, =t - ee(é’) los limites inferior y superior del intervalo de prediccion para logy®. Es decir, P(c,
= logy’ = ¢,) = .95. Dado que la funcién exponencial es estrictamente creciente, también se tiene que
Plexp(c) = exp(logy’) = exp(c,)] = .95, es decir, P[exp(c)) = y° = exp(c,)] = .95. Por tanto, se pueden
tomar exp(c,) y exp(c,) como los limites inferior y superior, respectivamente, de un intervalo de prediccién
de 95% para y°. Para n grande, ¢, = 1.96, y de esta manera un intervalo de prediccién de 95% para y°
es exp[—1.96 - ee(é")] exp(ﬁO + x“ﬁ) a exp[—1.96 - ee(é”)] exp(,é0 + xoﬁ), donde xoﬁ es una abreviacion
de ,é X+ ﬁkxg. Recuerde, los ﬁj y ee(é”) se obtienen mediante la regresion con log(y) como variable
dependiente. Como en (6.38) se asume la normalidad de u, para obtener una prediccién puntual de y°. pro-
bablemente se emplee (6.40). A diferencia de la ecuacion (6.37), esta prediccion puntual no se encontrard
a la mitad entre los limites inferior y superior exp(c,) y exp(c,). Se pueden obtener distintos intervalos de
prediccién de 95% eligiendo distintas cantidades en la distribucién ¢, . Si g, y ¢, son cuantiles con
a, — a, = .95, entonces se pueden elegir ¢, = ¢, ee(&") y ¢, = g ,ee(é).

Como ejemplo, considérese la regresion del sueldo de CEO, donde la predicciéon sobre los mismos
valores de sales, mktval y ceoten que en el ejemplo 6.7. El error estdndar de la regresién para (6.43)
es aproximadamente .505 y el error estdndar de Eg\yO es .075. Por tanto, empleando la ecuacién (6.36),
ee(é’) = .511; como en el ejemplo del promedio general de calificaciones (GPA), la varianza del error
domina el error de estimacién en los parametros, aun cuando aqui el tamafio de la muestra sea de sélo
177. Un intervalo de prediccién de 95% para salary’ es exp[—1.96 - (.511)] exp(7.013) a exp[1.96 - (.511)]
exp(7.013), es decir, aproximadamente 408.071 a 3,024.678, es decir $408.071 a $3,024.678. Este inter-
valo de prediccién de 95%, tan amplio, para el sueldo de CEO, a los valores dados de ventas, valor de
mercado y de antigliedad, indica que existen muchos mds factores que no fueron incluidos en la regresién
que determina el sueldo. Dicho sea de paso, la prediccion puntual para el sueldo (salary), empleando (6.40),
es aproximadamente $1,262, 075 —superior a las predicciones empleando las otras estimaciones de «, y

mas cercana al limite inferior que al limite superior del intervalo de prediccién de 95 por ciento.
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RESUMEN

En este capitulo se vieron algunos temas importantes del anélisis de regresion multiple.

En la seccién 6.1 se mostrd que cualquier cambio en las unidades de medicién de una variable
independiente, modifica los coeficientes de MCO como era de esperarse: si x, se multiplica por ¢, su
coeficiente se dividird entre c. Si la variable dependiente se multiplica por ¢, fodos los coeficientes de
MCO se multiplicardn por c¢. Modificar las unidades de medicion de una variable no afecta ni a los
estadisticos 7 ni a los estadisticos F.

Se analizaron los coeficientes beta, los cuales miden los efectos de las variables independientes
en unidades de desviaciones estandar. Los coeficientes beta se obtienen de la regresién usual de MCO
después de transformar la variable dependiente y las variables independientes en valores-z.

Como ya se ha visto en varios ejemplos, la forma funcional logaritmica proporciona coeficientes
que se interpretan como efectos porcentuales. En la seccidn 6.2 se analizaron sus ventajas adicionales.
Se vio también como calcular el efecto porcentual exacto en caso de que en un modelo logaritmico
lineal un coeficiente sea grande. Modelos con términos cuadraticos permiten efectos marginales, ya
sea crecientes o decrecientes. Modelos con interacciones permiten que el efecto marginal de una
variable explicativa dependa del nivel de otra variable explicativa.

Se introdujo la R-cuadrada ajustada, R2, como una alternativa a la R-cuadrada usual en la medi-
cién de la bondad de ajuste. Mientras que R>nunca puede disminuir cuando se agrega una variable
més a la regresién, R*si penaliza la cantidad de regresores y puede disminuir cuando se agrega una
variable independiente. Esto hace que R?se prefiera cuando se trata de elegir entre modelos no anida-
dos con cantidades diferentes de variables explicativas. En la comparaciéon de modelos con variables
dependientes diferentes no se puede usar ni R?ni R2 Sin embargo, como se mostr6 en la seccién 6.4,
es bastante facil obtener medidas de la bondad de ajuste para elegir entre y y log(y) como variable
dependiente.

En la seccién 6.3 se analiz6 el problema algo sutil de confiar demasiado en R*0 en R para llegar a
un modelo final: es posible que en un modelo de regresion se controlen demasiados factores. Debido
a esto es importante pensar de antemano en las especificaciones del modelo, en especial en la natu-
raleza ceteris paribus de la ecuacion de regresion. Las variables explicativas que afectan a y y que
no estdn correlacionadas con todas las demds variables explicativas pueden emplearse para reducir la
varianza del error sin inducir multicolinealidad.

En la seccién 6.4 se demostré como obtener un intervalo de confianza para una prediccién hecha
a partir de la linea de regresion de MCO. También se mostré cémo construir un intervalo de confianza
para un valor futuro, desconocido de y.

Ocasionalmente se desea predecir y cuando en un modelo de regresion se ha usado log(y) como
variable dependiente. En la seccién 6.4 se explica un sencillo método para esto. Por dltimo, algunas
veces se tiene interés en conocer el signo y la magnitud de los residuales de determinadas observa-
ciones. Para determinar si los valores predichos para ciertos miembros de una muestra son mucho
mayores o mucho menores que los valores reales puede emplearse el andlisis de residuales.

TERMINOS CLAVE

Analisis de residuales Estimador no paramétrico de Predicciones

Bootstrap retransformacion (estimador R-cuadrada ajustada
Coeficientes beta smearing) R-cuadrada poblacional
Coeficientes estandarizados Funciones cuadriticas Sobrecontrol

Efecto de interaccion Intervalo de prediccion Varianza del error de prediccion
Error de prediccion Meétodos de remuestreo

Error estandar bootstrap Modelos no anidados
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PROBLEMAS

6.1 La ecuacion siguiente se estimé empleando los datos del archivo CEOSAL1.RAW:

Tog(salary) = 4.322 + .276 log(sales) + .0215 roe — .00008 roe>
(.324) (.033) (0129)  (.00026)
n =209, R = .282.

Esta ecuacion permite que roe tenga un efecto decreciente sobre log(salary). (Es esto, en gene-
ral, necesario? Explique por qué.

6.2 Sean EO, ﬁl, . ,f)’k las estimaciones de MCO de la regresion de y, sobre x,, ..., x,, i = 1,
2, ..., n. Dadas constantes distintas de cero ¢, ..., ¢,, argumente que el intercepto y las pendien-
tesAde ~MCO de laAregresis’)n de ¢y, s9bre CXys oos CX,n i = 1,2, ., n, estdn Eladas por B, =
c,By B, = (c/c)B,s ... B, = (c/c)B, [Sugerencift: use el hecho de que las B,- resuelven las
condiciones de primer orden en (3.13), y que las B,- deben resolver las condiciones de primer

orden relacionadas con la reescalacion de las variables dependiente e independiente. ]

6.3 Empleando los datos del archivo RDCHEM.RAW, mediante MCO se obtuvo la ecuacién
siguiente:

rdintens = 2.613 + .00030 sales — .0000000070 sales>
(.429) (.00014) (.0000000037)
n =232, R =.1484.

i) (En qué punto se vuelve negativo el efecto de sales sobre rdintens?

ii)  ¢(Conservaria usted el término cuadritico del modelo? Explique.

iii) Defina salesbil como las ventas medidas en miles de millones de ddlares: salesbil =
sales/1,000. Escriba de nuevo la ecuacion estimada con salesbil y salesbil> como variables
independientes. No olvide dar los errores estandar y la R-cuadrada. [Sugerencia: observe
que salesbil’> = sales*/(1,000).]

iv)  (Qué ecuacion prefiere con objeto de dar los resultados?

6.4 El modelo siguiente permite que el rendimiento de la educacién sobre el salario dependa de la
cantidad total de educacién de los dos padres, denominada pareduc:

log(wage) = B, + B,educ + B,educ-pareduc + B.exper + B tenure + u.

1) Muestre que, de forma decimal, el rendimiento de un afio mds de educacién en este mo-
delo es

Alog(wage)/Aeduc = B, + B pareduc.

(Qué signo espera que tenga 8,? ;Por qué?
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ii)  Empleando los datos del archivo WAGE2.RAW, la ecuacién estimada es
m = 5.65 + .047 educ + .00078 educ-pareduc +

(.13) (.010) (.00021)
.019 exper + .010 tenure
(.004) (.003)

n =722, R* = .169.

(S6lo 722 observaciones contienen informacién completa sobre la educacién de los pa-
dres.) Interprete el coeficiente del término de interaccion. Puede ayudar elegir dos valores
especificos para pareduc —por ejemplo, pareduc = 32 si ambos padres tienen educacion
universitaria o pareduc = 24 si los dos padres tienen bachillerato— y de esta manera
estimar el rendimiento de educ.

iii)  Si a esta ecuacion se le agrega pareduc como una variable aparte, se obtienen:

W =4.94 + .097 educ + .033 pareduc — .0016 educ-pareduc

(.38) (.027) (.017) (.0012)
+.020 exper + .010 tenure
(.004) (.003)

n=722,R*=.174.

(Depende ahora el rendimiento estimado de la educacién positivamente de la educa-
cion de los padres? Pruebe la hip6tesis nula de que el rendimiento de la educacién no
depende de la educacién de los padres.

6.5 En el ejemplo 4.2, en donde el porcentaje de estudiantes que obtienen una puntuacién aproba-
toria en el examen del décimo grado (math10) es la variable dependiente, ;tiene sentido incluir
scil ] —porcentaje de estudiantes del grado undécimo que aprueban el examen de ciencias—
como una variable explicativa mas?

6.6 Cuando a la ecuacién estimada en (6.19) se le agregan amndrte* y ACT-atndrte la R-cuadrada se
vuelve .232. Al nivel de significancia de 10%, ¢son estos términos adicionales conjuntamente
significativos? ;Los incluirfa usted en el modelo?

6.7 Las siguientes tres ecuaciones se estimaron empleando 1,534 observaciones del archivo 401K.

RAW:
prate = 80.29 + 5.44 mrate + .269 age — .00013 totemp
(.78) (.52) (.045) (.00004)
R* =.100, R* = .098.

“prate = 97.32 + 5.02 mrate + .314 age — 2.66 log(totemp)
(1.95) (0.51) (.044) (:28)
R = .144,R* = .142.

prate = 80.62 + 5.34 mrate + 290 age — .00043 totemp

(.78) (.52) (.045) (.00009)
+.0000000039 rotemp?
(.0000000010)

R = .108, R = .106.

(Cuadl de estos tres modelos prefiere usted? ;Por qué?

217




218

Parte

6.8

6.9

1 Andlisis de regresién con datos de corte transversal

Suponga que se desea estimar el efecto del alcohol (alcohol) sobre el promedio general de califi-

caciones en la universidad (colGPA). Ademas de la informacion acerca del consumo del alcohol

y el promedio general de calificaciones, también se obtiene informacion sobre la asistencia a

clases (porcentaje de asistencia a clases, que se denomina attend). Se cuenta también con la

calificacion en una prueba estandarizada SAT) y con el promedio general de calificaciones en el
bachillerato (hsGPA).

i) En un modelo de regresion miiltiple, ;debe incluirse attend ademds de alcohol como
variables explicativas en un modelo de regresiéon multiple? (Reflexione sobre cémo se
interpretarfa B, . .)

ii)  ¢Hay que incluir SAT y hsGPA como variables explicativas? Explique.

Si se empieza en (6.38) bajo los supuestos del MLC, suponiendo que n es grande e ignorando

el error de estimacién en las Bj, un intervalo de prediccion de 95% para y° es [exp(—1.965)

exp(logy”), exp (1.966) exp(logy’)]. La prediccién puntual para y° es §° = exp(6%2)

exp(logy’).

i)  ¢(Para qué valores de ¢ estard la prediccion puntual en el intervalo de prediccién de
95%? (Es posible que se satisfaga esta condicion en la mayor parte de las aplicaciones?

ii)  Compruebe que la condicidn del inciso i) se verifica en el ejemplo del sueldo de CEO.

EJERCICIOS EN COMPUTADORA

Co6.1

C6.2

Del archivo KIELMC.RAW emplee los datos de 1981 para responder las preguntas siguientes.

Estos datos son de viviendas vendidas durante 1981 en North Andover, Massachusetts; 1981

fue el afio en que se inici6 la construccion de un incinerador local de basura.

i)  Para estudiar el efecto de la ubicacién del incinerador sobre los precios de la vivienda,
considere el modelo de regresiéon simple

log(price) = B, + B,log(dist) + u,

donde price es el precio de la vivienda en délares y dist es la distancia de la vivienda al
incinerador, medida en pies. Interpretando esta ecuacién de manera causal, /que signo
espera usted que tenga 3, si la presencia del incinerador hace decrecer el precio de la
vivienda? Estime esta ecuacion e interprete los resultados.

ii) Al modelo de regresién simple del inciso i) agregue las variables log(intst), log(area),
log(land), rooms, baths y age, donde intst es la distancia de la vivienda a la carretera
interestatal, area es el drea de la vivienda en pies cuadrados, land es el tamaiio del terre-
no en pies cuadrados, rooms es la cantidad de habitaciones, baths es la cantidad de bafios
y age la antigiiedad de la vivienda en afios. Ahora, ;qué concluye usted acerca del efecto
del incinerador? Explique por qué los incisos 1) y ii) dan resultados contradictorios.

iii) Al modelo del inciso ii) agregue la variable [log(intst)]*. ;Qué pasa ahora? ;Qué conclu-
ye usted acerca de la importancia de la forma funcional?

iv)  (Es significativo el cuadrado de log(dist) cuando se agrega al modelo del inciso iii)?

Para este ejercicio emplee los datos del archivo WAGE1.RAW.
i)  Use MCO para estimar la ecuacién

log(wage) = B, + B,educ + Bexper + B.exper’ + u

y d€ los resultados empleando el formato acostumbrado.
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ii)  (Es exper’ estadisticamente significativa al nivel de 1%?
iii) Empleando la aproximacién

Y%oAwage = 100([;'2 + ZB\Sexper)Aexper,

determine el rendimiento aproximado que tiene el quinto afio de experiencia. ;Cuadl es el
rendimiento aproximado del vigésimo afio de experiencia?

iv)  ¢Cudl es el valor de exper al que mds experiencia disminuye el log(wage) predicho? ;En
esta muestra cudntas personas tienen una experiencia mayor que ese nivel?

Considere un modelo en el que el rendimiento de la educacién depende de la cantidad de
experiencia de trabajo (y viceversa):

log(wage) = B, + B educ + B,exper + B.educ-exper + u.

i)  Muestre que el rendimiento de un aflo més de educacién (en forma decimal, manteniendo
exper constante, es B, + B.exper.

ii)  Establezca la hipétesis nula de que el rendimiento de la educacion no depende del nivel
de exper. (Cudl piensa que sea la alternativa adecuada?

iii) Emplee los datos del archivo WAGE2.RAWpara probar la hipdtesis nula del inciso ii)
contra la alternativa dada por usted.

iv) Sea 0, el rendimiento de la educacién (en forma decimal) cuando exper = 10: 6, =
B, + 108,. Obtenga é. y un intervalo de confianza de 95% para 0. (Sugerencia: escri-
ba B, = 6 — 106,y sustitiyalo en la ecuacion; despu€s ordénelo. Esto da la regresion
para obtener el intervalo de confianza para 0 .)

Para hacer este ejercicio, emplee los datos del archivo GPA2.RAW.
i)  Estime el modelo

sat = B, + B hsize + B,hsize* + u,

donde sat es el puntaje del examen de admision a la universidad y Asize es el tamaiio del
grupo que termina sus estudios de bachillerato (en miles); dé los resultados en la forma
habitual. ;Es el término cuadratico estadisticamente significativo?

ii) Empleando la ecuacién estimada en el inciso i), ;jcudl es el tamafio “Optimo” para un
grupo de bachillerato? Justifique su respuesta.

iii) ¢Es representativo este andlisis del desempefio de fodos los estudiantes que terminan
bachillerato? Explique.

iv) Encuentre el tamafo 6ptimo de una escuela de bachillerato, empleando log(sar) como
variable dependiente. ;Es esto muy distinto a lo que obtuvo en el inciso ii)?

Para hacer este ejercicio, emplee los datos del archivo HPRICE1.RAW.
i)  Estime el modelo

log(price) = B, + B,log(lotsize) + B,log(sqrft) + B,bdrms + u

y dé los resultados en el formato habitual de MCO.
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Andlisis de regresién con datos de corte transversal

ii)

iif)

Determine el valor que se predice para log(price), cuando lotsize = 20,000, sqrft = 2,500
y bdrms = 4. Empleando los métodos de la seccién 6.4, halle el valor que se predice para
price a estos mismos valores de la variable explicativa.

Si se trata de explicar la variacién de price, diga si prefiere el modelo del inciso i) o el
modelo

price = B+ B lotsize + B,sqrft + B,bdrms + u.

Para hacer este ejercicio, emplee los datos del archivo VOTE1.RAW.

)

Considere un modelo con una interaccién entre los gastos:

voteA = B + B priystrA + B,expendA + B.expendB + [ expendA-expendB + u.

ii)

i)

iv)

V)

vi)

(Cudl es el efecto parcial de expendB sobre voteA, cuando se mantienen constantes
prtystrA 'y expendA? ;Cudl es el efecto parcial de expendA sobre voteA? (Es obvio el
signo que se espera para (3,?

Estime la ecuacién del inciso i) y dé los resultados de la manera habitual. ;Es estadisti-
camente significativo el término de interaccién?

Determine el promedio de expendA en la muestra. Fije expendA en 300 (que significa
$300,000). ;Cudl es el efecto estimado de $100,000 mds gastados por el candidato B
sobre voteA? (Es grande este efecto?

Ahora fije expendB en 100. ;Cuadl es el efecto estimado de AexpendA = 100 sobre voteA?
(Es esto razonable?

Ahora, estime un modelo en el que la interaccién se remplace por shareA, la partici-
pacién porcentual del candidato A en los gastos de campaiia. ; Tiene sentido mantener
constantes expendA 'y expendB 'y variar shareA?

(Se requiere célculo.) En el modelo del inciso v), determine el efecto parcial de expendB
sobre voteA, manteniendo constantes prtystrA y expendA. Evalie este modelo cuando
expendA = 300y expendB = 0 y comente los resultados.

Para hacer este ejercicio, emplee los datos del archivo ATTEND.RAW.

ii)

iif)

En el modelo del ejemplo 6.3 argumente que
Astndfnl/ApriGPA = B, + 2B,priGPA + B atndrte.

Emplee la ecuacién 6.19 para estimar el efecto parcial cuando priGPA = 2.59 y
atndrte = 82. Interprete su estimacion.
Muestre que la ecuacién puede escribirse como

stndfnl = 0+ B atdrte + 0,priGPA + BACT + B,(priGPA — 2.59)
+ B,ACT? + B, priGPA(atndrte — 82) + u,

donde 0, = B, + 23,(2.59) + B,(82). (Observe que el intercepto ha cambiado, pero esto
no tiene importancia.) Use esto para obtener el error estidndar de 92 de acuerdo con el
inciso 1).

Suponga que en lugar de priGPA(atndrte — 82), emplea (priGPA — 2.59)- (atndrte —
82). (Como interpreta ahora los coeficientes de atndrte y de priGPA?
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C6.8 Para hacer este ejercicio, emplee los datos del archivo HPRICE.RAW.

)

i)

1ii)

Estime el modelo
price = B+ B lotsize + B,sqrft + B,bdrms + u

y dé los resultados de la manera habitual, dando también el error estindar de regresion.
Obtenga el precio que se predice si se sustituye lotsize = 10,000, sgrft = 2,300 y bdrms
= 4; redondee el precio obtenido al délar més cercano.

Corra una regresion que le permita colocar un intervalo de confianza de 95% en torno
del valor predicho en el inciso i). Observe que su prediccion diferird un poco debido al
error de redondeo.

Sea price®el precio futuro no conocido al que se vende la vivienda con las caracteristicas
empleadas en los incisos i) y ii). Encuentre un IC de 95% para price’ y analice la ampli-
tud de este intervalo de confianza.

C6.9 Labase de datos NBASAL.RAW contiene informacién de los sueldos y estadisticas sobre las
carreras de 269 jugadores de la National Basketball Association (NBA).

)

ii)

iii)

iv)

V)

vi)

Estime un modelo que relacione puntos por juego (points) con afios en la liga (exper),
edad (age), y afios que se ha jugado en la universidad (coll). Incluya un término cuadra-
tico en exper; las demds variables deben aparecer en forma lineal. D€ los resultados en
la forma habitual.

Manteniendo constantes los afios en la universidad (coll) y la edad (age), ;a qué valor de
la experiencia un afio adicional de ésta reduce los puntos por juego? ;Es esto razonable?
(Por qué piensa usted que coll tenga un coeficiente negativo y estadisticamente signifi-
cativo? (Sugerencia: los jugadores de la NBA pueden ser reclutados antes de terminar
sus carreras universitarias e incluso directamente al salir del bachillerato.)

Agregue a la ecuacién un término cuadrético en age. | Es necesario ese término? ;Qué
parece implicar este término acerca de los efectos de age, una vez controlado experiencia
y educacién?

Ahora regrese log(wage) sobre points, exper, exper’, age 'y coll. D€ los resultados en el
formato habitual.

Pruebe si en la regresion del inciso v) son age y coll conjuntamente significativas. ;Qué
implica esto acerca de si la edad (age) y la educacién tienen efectos separados sobre el
salario (wage) una vez tomadas en cuenta la productividad y la antigiiedad?

C6.10 Para hacer este ejercicio, emplee los datos del archivo BWGHT2.RAW.

)

ii)

1ii)

iv)

Mediante MCO estime la ecuacion
log(bwght) = B, + B npvis + B,npvis® + u

donde bwght es el peso de los nifios al nacer y npvis es el nimero de visitas prena-
tales al médico; dé los resultados de la manera habitual. (Es significativo el término
cuadrdatico?

Muestre que, de acuerdo con la ecuacién del inciso i), el niimero de visitas prenatales que
maximiza log(bwght) se estima que es alrededor de 22. En la muestra, jcudntas mujeres
tienen por lo menos 22 visitas prenatales?

(Es razonable que el peso al nacer disminuya con mds de 22 visitas prenatales? Ex-
plique.

Agregue a esta ecuacion la edad de 1a madre, empleando una forma funcional cuadritica.
Manteniendo constante npvis ;cudl es la edad de la madre en la que el peso del nifio al
nacer alcanza su maximo? ;Qué proporcion de las mujeres de la muestra tienen una edad
mayor a la “6ptima”?

221




222 Parte 1 Analisis de regresion con datos de corte transversal

v)  (Considera usted que la edad de la madre y el nimero de visitas prenatales explican
mucho de la variacién en log(bwght)?

vi) Empleando términos cuadraticos tanto para npvis como para age (edad), diga si para pre-
decir bwght es mejor emplear el logaritmo natural de bwght o bwght en nivel original.

C6.11 Para verificar algunas de las afirmaciones hechas en la seccién 6.3 emplee el archivo APPLE.
RAW.

i) Corra la regresion de ecolbs sobre ecoprc, regprc 'y dé los resultados de la manera habi-
tual, dando también la R-cuadrada y la R-cuadrada ajustada. Interprete los coeficientes
de las variables del precio y haga un comentario sobre sus signos y magnitudes.

ii)  ¢Son estadisticamente significativas las variables del precio? D¢ los valores-p de las
pruebas ¢ individuales.

iii) ¢ Cudl es el rango de los valores ajustados para ecolbs? ;En qué proporcién de la muestra
se tiene ecolbs = 0?7 Analice.

iv) (Considera usted que las variables del precio, juntas, explican suficiente la variacién en
ecolbs? Explique.

v) A laregresion del inciso i) agregue las variables faminc, hhsize (tamafio de la familia),
educ y age (edad). Encuentre el valor-p para su significancia conjunta. ;Qué concluye
usted?

C6.12 Emplee el subconjunto del archivo 401KSUBS.RAW con fsize = 1; esto restringe el andlisis
a los hogares de una sola persona; vea también el ejercicio para computadora C4.8.
i) (Cudl es la edad de las personas mds jovenes en esta muestra? ;Cudntas personas tienen
esa edad?
ii)  En el modelo

nettfa = B, + B,inc + B,age + B,age* + u,

(eudl es la interpretacion literal de 8,? ; Tiene mucho interés en si misma?

iii) Estime el modelo del inciso ii) y d€ los resultados de la manera habitual. ;Le preocupa
que el coeficiente de age (edad) sea negativo? Explique.

iv) Dado que las personas mds jévenes de la muestra tienen 25 afios, es razonable pensar
que, dado un determinado nivel de ingreso, la menor cantidad promedio de activo
financiero neto es a la edad de 25 afios. Recuerde que el efecto parcial de age sobre
nettfa es 3, + 23,age, de manera que este efecto parcial a la edad de 25 afios es B, +
2.,(25) = B, + 508,; lldmese a esto 6,. DetAermine ézy obtenga el valor-p de dos colas
para probar H: 6, = 0. Debe concluir que 6, es pequefio y estadisticamente muy poco
significativo. [Sugerencia: una manera de hacer esto es estimar el modelo nettfa = o, +

B,inc + 0,age + B.(age — 25)* + u, donde el intercepto, o, es diferente de 8. Existen

0’
también otras maneras de hacerlo.]

v)  Dado que la evidencia contra H: 6, = 0 es muy débil, igudlela a cero y estime el modelo
nettfa = o+ B,inc + B (age — 25)* + u.

En términos de la bondad de ajuste, ;es mejor este modelo que el del inciso ii)?

vi) Dada la ecuacién estimada en el inciso v), haga inc = 30 (aproximadamente, el valor
promedio) y grafique la relacion entre nettfa y age, pero sélo para age = 25. Describa lo
que ve.

vii) Verifique si es necesario incluir un término cuadratico para inc.
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C6.13 Para este ejercicio emplee los datos del archivo MEAP0O_01.
i)  Estime mediante MCO el modelo

math4 = B+ B,lexppp + B,lenroll + B lunch + u

donde math4 es el porcentaje de aprobacién en matemadticas en 4o0. grado, lexppp es
el logaritmo del gasto por alumno, lenroll es el logaritmo del nimero de alumnos en
la escuela, lunch es el porcentaje de estudiantes con desayuno gratuito o subsidiado;
dé los resultados en la forma habitual. ;Es cada una de las variables explicativas
estadisticamente significativa al nivel de 5%?

ii)  Obtenga los valores ajustados a partir de la regresion del inciso 1). ;Cudl es el rango
de los valores ajustados? ;Cémo es este rango en comparacion con el rango de los
datos reales en math4?

iii) Obtenga los residuales correspondientes a la regresion del inciso i). ;Cudl es el c6digo
de la escuela (bcode) que tiene el residual (positivo) mayor? Interprete este residual.

iv) Agregue a la ecuacién términos cuadriticos de todas las variables explicativas y
pruebe su significancia conjunta. ;Dejarfa usted estos términos en el modelo?

v)  Volviendo al modelo del inciso i), divida la variable independiente y cada una de
las variables explicativas entre su desviacion estindar muestral y vuelva a correr la
regresion. (Incluya un intercepto a menos que primero también reste a cada variable
su media.) En términos de unidades de desviaciones estandar, ;cudl de las variables
explicativas tiene el mayor efecto sobre la tasa de aprobacion en matemadticas?

Apéndice GA

GA. Breve introduccion al bootstrapping

En muchos casos en los que se dificulta obtener matematicamente las férmulas para el error
estandar, o cuando se cree que €stas no son aproximaciones muy buenas a la verdadera varia-
cion de muestreo de un estimador, puede uno apoyarse en un método de remuestreo. La idea
general es tratar los datos observados como una poblacién de donde se pueden sacar muestras.
El método de remuestreo mas comiin es el bootstrap. (En realidad existen varias versiones de
bootstrap, pero el mas general y de mds facil aplicacion, al que se le llama bootstrap no para-
meétrico es el que se describe aqui.)

Suponga que se tiene una estimacion 6 de un pardmetro poblacional, 6. Esta estimacion,
que puede ser funcién de estimaciones de MCO (o de estimaciones que se verdn en capitulos
posteriores), fue obtenido de una muestra aleatoria de tamafio n. Se desea obtener un error
estandar de 6 que pueda emplearse para calcular estadisticos 7 o intervalos de confianza. Na-
turalmente, un error estdndar valido puede obtenerse calculando la estimacion a partir de varias
muestras aleatorias obtenidas de los datos originales.

La implementacién es sencilla. Si se numeran las observaciones de la 1 a la n, y se obtie-
nen de forma aleatoria n de estos nimeros, con reposicion. Esto produce un nuevo conjunto
de datos (de tamafio n) que consta de los datos originales, pero en el que muchas de las ob-
servaciones aparecen repetidas (salvo en el raro caso que se obtenga la base original). Cada
vez que se toma una muestra aleatoria de los datos originales, puede estimarse # empleando
el mismo procedimiento que se empled con los datos originales. Sea 6® la estimacién obte-
nida por bootstrap de la muestra b. Ahora, repitiendo el remuestreo y la estimacién m veces,
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